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AI基礎

第１章
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世間一般のAIのイメージ

一番よくある画像分類・判定

画像から物体を認識して領域を切り出す
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画像判定系の一番の応用といえば……

自動運転はこれをリアルタイムで実施
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AIってバズワード？

10年前はクラウドがバズワード

今はAIが一番のバズワード

しかし、クラウドはすっかり根付いてもう欠かせなくなった

AIもバズワードになりつつも、この先欠かせなくなる？

？
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今日のテーマ

午前 大阪から：AIと機械学習と深層学習(Deep Learning)の区別をつける

AIは怖くない

午後 東京から：ビジネスへの応用(1)

まずざっくりとAIをどのようにビジネスへ活かせるか考える
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AIの歴史と概念（再掲）

Ian Goodfellow, Yoshua Bengio and Aaron Courville, "Deep Learning", The MIT Press, 2016

エキスパート
システム

機械学習

ロジスティック
回帰

自己符号化器

表現学習

Goodfellow(Apple)

による概念図
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従来の機械学習

例）画像の物体認識 (OpenCVなど)

特徴量※

抽出

特徴量データ

※画像データでよく使われる特徴量
SIFT（Scale-Invariant Feature Transform）

SURF（Speeded Up Robust Features）

HOG（Histogram of Oriented Gradients）

Haar-like, BoF（Bag-of-Features）, BoK（Bag-of-Keypoints）

etc.

機械学習では、認識すべき対象の着目点（＝入力データ）は人間が考える

学習用ラベル

学習

猫

違う

違う
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例) OpenCVによる画像識別

ハール(Haar)特徴量にもとづくCascade 識別器を使用

P. Viola (2001)によるオブジェクト検出の研究とR. Lienhart (2002)による
改良がベースになっている

白と黒で構成される矩形を画像に適用し、対象画像の特徴量を作成する

例えば顔画像は、目の領域の画素は周辺よりも暗い、口の領域の画素が周辺
より明るい、などの特徴が得られる

顔、目、正面、上半身、下半身、笑顔、などの識別器がOpenCVで使用でき
る

Sample face detection from, Paul Viola and Michael J. Jones, 

"Rapid Object Detection using a Boosted Cascade of Simple 

Features", IEEE CVPR, 2001.
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Deep Learningの学習

例）画像の物体認識

大量の正解画像と不正解画像（の画素値）をニューラルネットワークの入力
とし、特徴と認識ルールを自動的に学習させる

大量の猫
画像

猫

違う

違う

大量の異なる
画像

ニューラルネットワークの中間層が多
数の画像フィルタとなる
この画像フィルタが特徴抽出を行う
次の2つを同時に学習する
• 各画像フィルタの重み
• 画像フィルタの出力値を特徴量と

した認識ルール

学習
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従来のニューラルネットワーク

処理能力の限界から、入力層、中間層、出力層の3層構造が多く精度の問題が
あった

入力層 中間層 出力層

出力

入力

入力

入力

精度の問題
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Deep Learning（深層学習）

中間層を多層化することで精度の問題を解決

ただし、GPUを使用してもやはり処理時間はそれなりにかかってしまう

入力層 中間層 出力層

出力

入力

入力

入力

中間層を多層化
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従来手法と深層学習は何が違うのか

従来手法

人間が、どのような特徴量に着目するか、あらかじめ特徴を定義する

深層学習

コンピュータによって、特徴量を自動的に抽出する

ただし、学習のためのネットワークは人間が用意する
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具体例紹介

きのこの山とたけのこの里の分類 （Interface 2017年8月号より）

従来の機械学習（SVM）

– 入力対象の何を抽出し、どうやって解析するかを人間が考える

1. きのこの山は柄の部分が細いので白い部分が多そうだ

2. きのこの山は傘の部分に凹凸が多そうだ

– 画像取得→2値化（チョコの部分抽出）

1. バウンディングボックス内の白と黒の面積比の計算

2. 黒い部分の頂点を検出し頂点数を求める

– 分類対象を1．と2．の数値データで表している

Deep Learning
– 取得した画像を入力データとする

• 画像の画素値が入力データ

（Interface 2017年8月号 p.33）

（Interface 2017年8月号 p.33）
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機械学習とは

Arthur Samuel (1959)

"Field of study that gives computers the ability to learn without 
being explicitly programmed“

明示的にプログラムしなくても学習する能力をコンピュータに与える研究
分野

Photo by https://en.wikipedia.org/wiki/Arthur_Samuel
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機械学習の例

k-近傍法（教師あり）

決定木（教師あり）

ランダムフォレスト（教師あり）

自己組織化マップ（教師なし）

サポートベクターマシン（教師あり）

ニューラルネットワーク（教師あり）

遺伝的アルゴリズム

ベイジアンネットワーク
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人工知能とは

人工知能のFAQ（人工知能学会のサイトより抜粋）

Q．人工知能とは何でしょうか？

– A．知的な機械、特に、知的なコンピュータプログラムを作る科学と技
術です。人の知能を理解するためにコンピュータを使うことと関係が
ありますが、自然界の生物が行っている知的手段だけに研究対象を限
定することはありません。

Q. では、知能とは何でしょうか？

– A．知能とは、実際の目標を達成する能力の計算的な部分です。人間、
動物、そして機械には、種類や水準がさまざまな知能があります。

Q．AIは人の知能をまねようとしているのではないのですか？

– A．ときにはそうしますが、いつもというわけではありません。あると
きは、機械に問題を解決させることについて、他人や自分自身がどう
するかを調べます。一方、AIのほとんどの研究は、人間や動物につい
て研究するよりも、知的に解決しなければならない問題そのものにつ
いて研究しています。AI研究者は、人間がやらないような方法や、人
間ができるよりも多くの計算を伴う方法を用いることもできます。
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AIは何の略ですか？

Artificial Intelligence :人工的な 知性

教師あり学習
– 人間（教師）があらかじめ用意したデータとパターンを学習し、ここから新しいデータに対し

て何らかの結果を出力する

教師なし学習
– 与えられたデータやパターンから、何らかの規則性をAI自らが発見し、見いだす

強化学習
– どのような行動を取れば最大限の利益が得られるかを学習する（囲碁やチェスなど）
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ニューラルネットワークとは

シナプスの結合によりネットワークを形成した人工ニューロン（ノード）が、
学習によってシナプスの結合強度を変化させ、問題解決能力を持つようなモ
デル（Wikipediaより）

教師あり学習、教師なし学習の両方がある

単純パーセプトロン

入力層と出力層の2層のみの
ニューラルネットワーク

入力Xに対して重みとバイアスを用いた
計算により得られた値と教師データY
の誤差を計算し、誤差が小さくなる
ように重みとバイアスを更新して
学習する

𝑦 = 𝑤1𝑥1 +𝑤2𝑥2 + 𝑏

単純パーセプトロンの例
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ニューロン

情報処理と情報伝達に特化した神経組織

電気信号を樹状突起から軸索末端に伝達する

昆虫で10万、人間にはおよそ1000億のニューロンが存在している

髄鞘をもつ神経細胞の構造図(Wikipedia 神経細胞 より)
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形式ニューロン

1943年に発表された人工ニューロン。マカロックとピッツによって発表され
たので、マカロック・ピッツモデルとも呼ばれる

ニューロンに対する入力を足し合わせ、ある閾値を超えると発火する

Warren S. McCulloch; Walter Pitts. “A logical calculus of the ideas immanent in nervous 

activity”. The bulletin of mathematical biophysics (Kluwer Academic Publishers) 5 (4): pp.115-

133, 1943.

出力y

𝑥1

𝑥𝑛

Σ

𝑥2

𝑥3
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ニューロンの発火

設定された閾値を超えて、初めてニューロンは値を出力する

閾値はコップのようなもの。コップの容量内なら水を入れてもこぼれないが、
容量を超えると水があふれる

出力

𝑥1

𝑥𝑛

Σ

𝑥2

𝑥3

出力

入力閾値
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AIの歴史

1960年代：最初期のAI。推論・探索の研究が盛んに行われたが、まったく実
用的ではなく、急速にブームが収束

1980-90年代：エキスパートシステム、ファジー

専門分野の知識を取り込み、推論を行うことでその分野のエキスパートのよ
うに振る舞うシステム

If-Thenルール：条件を定義し、条件を満たせばその条件における判断を下す

2010年代：Deep Learning
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ELIZA

最初期のAI。基本的にルールベース

ELIZA自身は精神科医という立場を取り、人間と対話する

今の技術からすると稚拙だが、当時はブームに。一部のユーザーはワイゼンバ
ウムがその仕組みを説明しても納得せず、ELIZAの応答を真剣に受け止めた

日本でも類したものに、人工無脳、チャットボットがある

例）
人間： I have a terrible headache.

ELIZA：Maybe you should consult a doctor of medicine, I am psychiatrist.
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画像をパターンで扱う

ヒューベル・ウィーゼルの階層仮設（1958年）

猫の視覚野にある線分を見せた時に反応する細胞があることを発見

さらに、単純型細胞(a)と複雑型細胞(b)の2種類に大別

単純型：パターン（線分）がある領域内に存在するときのみ反応

複雑型：パターン（線分）は領域からずれても反応

「これならわかる深層学習入門」瀧雅人, 講談社 より
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パターンの抽出

単純型細胞(a)が反応する部分を1つのニューロンに集める (c)

これを繰り返すことで、単純型細胞を複雑型細胞として束ねることができる

この考え方を元にして、1979年に福島(NHK)が単純型と複雑型を交互に重ね
た多層ネットワーク、ネオコグニトロン*を提唱

さらにこれを発展させ、ヤン・ルカンが1989年に5層、1998年に8層のCNN
の構築・学習に成功している(LeNet) ……しかしこの後しばらくニューラルネットワークは冬の時代へ

*福島邦彦、位置ずれに影響されないパターン認識機構の神経回路のモデル --- ネオコグニトロン
---、1979年、電子通信学会論文誌A, vol. J62-A, no. 10, pp. 658-665
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AIの歴史と概念（再掲）

Ian Goodfellow, Yoshua Bengio and Aaron Courville, "Deep Learning", The MIT Press, 2016

エキスパート
システム

機械学習

ロジスティック
回帰

自己符号化器

表現学習

Goodfellow(Apple)

による概念図



- 28 -

Computer Software Association of Japan 

書籍: DEEP LEARNIG

英語版800ページ、日本語版600ページというボリューム

英語版はWebでも公開されている： http://www.deeplearningbook.org/

http://www.deeplearningbook.org/
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ちょっとブレイク

今後の受講中サポートについて検討中です

リモート講師からのサポートがまだ決まっていません

Slack, MS Teams, Cisco Teams, Zoomブレイクアウトルームなど検討中で
すが、皆さんがやりやすいものはありますか？

（MS Teamsは会社で使っているので使いやすい or 紛らわしいからちょっと
……など）
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流行したきっかけ: 1

G.H.ヒントン(Toronto Univ., Google)の2006年の論文

“Reducing the Dimensionality of Data with Neural Networks”, G. E. 
Hinton, R. R. Salakhutdinov, Science  28 Jul, Vol. 313, Issue 5786, 
pp. 50111-507,(2006)

要旨：小さな中心層を持つ多層ニューラルネットワークを訓練すること
によって高次元の入力ベクトルを再構成し、高次元のデータを低次元の
符号に変換することができる。このような “Auto Encoder” ネットワー
クでは、グラディエント降下を使用してウェイトを微調整できるが、こ
れは初期の重みが適切なソリューションに近い場合にのみ効果がある。

本論文では、データの次元性を低減するツールとして主成分分析よりも
はるかに良く働く低次元符号をDeep Auto Encoder ネットワークが学
習することを可能にする重みを初期化する効果的な方法を述べる。
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流行したきっかけ: 2

物体認識率コンテストである IMAGENET Large Scale Visual Recognition 
Challenge 2012 (ILSVRC2012)において、G.H.ヒントンらのチームがDeep 
Learning手法で従来26%のエラー率を15%まで改善させた

AlexNet: 5つの畳み込み層、3つの全結合層、65万ニューロン

LeNetを発展させたCNN
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ILSVRC2012 結果

1000万枚の画像で学習しテスト用に用意された15万枚画像のエラー率を競う

HintonらのSuperVisionのエラー率は他チームを圧倒

他チームは従来の特徴量抽出技術の延長

ディープラーニング手法はSuperVisionのみ

チーム名 エラー率 (%) 備考

SuperVision 15, 16 Hintonら

ISI 26, 27 牛久ら東大チーム

OXFORD_VGG 27 Simonyanら Oxford Univ.

University of Amsterdam 29 アムステルダム大学

XRCE/INRIA 33 イエーナ大学

http://www.image-net.org/challenges/LSVRC/2012/results.html

ILSVRCでは1000カテゴリの画像分類を行う
http://image-net.org/challenges/LSVRC/2012/browse-synsets
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その後の発展: GoogLeNet, VGG16

ILSVRC2014で1位がGoogLeNet, 2位がVGG16

GoogLeNet: Googleによる22層モデル。Inceptionモデルとも呼ばれ、
Googleが開発しているTensorflowでは、最新版のInception-v3がソースレ
ベルで公開されている。（ネットワークは優秀だが複雑）

VGG16: Oxford Univ.によるAlexNetの拡張系。16層によるCNNで、設計が
シンプルなので2位に終わったがよく使われるように。 19層使用するVGG19
もある
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人間の認識率を超える

ILSVRC2015では人間の画像認識エラー率 4%を超える、3.5%の結果を
Microsoft Research Asiaのチームが実現

ここでは、ResNetと呼ばれる152層のニューラルネットワークが使用された

前年のILSVRC2014で使用された主要ネットワーク VGGは19層、GoogleNet
は22層なので、前年よりも7倍近い規模

多層にすればある程度は性能が上がるが、多くしすぎると逆に誤差が増加し
たり、逆誤差伝搬の問題もあり、様々な工夫がなされている

Deep Residual LearningMSRA @ ILSVRC & COCO 2015 competitions

http://kaiminghe.com/ilsvrc15/ilsvrc2015_deep_residual_learning_kaiminghe.pdf
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流行したきっかけ: 3

Googleによる猫の「認識」(2012年)

YouTubeにアップロードされている動画から、ランダム抽出した200x200ピ
クセルサイズの画像を1000万枚用意し、Deep Learningに入力した

3%前後の画像に人間の顔が含まれており、猫が含まれる画像も多数

Googleクラウドの1,000台を使用して3日間計算した

9層のネットワーク構成
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人間の認識

Googleの研究では、人間の顔、背中、猫に強く反応するニューロンの選択に
成功

ニューロンが反応した顔写真群 ニューロンによって生成された
人間の顔の特徴
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猫の認識

ニューロンが反応した猫写真群 ニューロンによって生成された
猫の顔の特徴

https://googleblog.blogspot.com/2012/06/using-large-scale-brain-

simulations-for.html

本物の猫

https://googleblog.blogspot.com/2012/06/using-large-scale-brain-simulations-for.html
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人工知能の世間的な分類

レベル1：単純な制御プログラム

– マーケティング的に「人工知能」を名乗っているだけ

レベル2：古典的な人工知能

– 推論、探索、知識ベースなどにより、組み合わせが極端に多い入力と
出力を関係付ける方法を定義する

レベル3：機械学習を取り入れた人工知能

– サンプルやデータをもとに入力と出力の関係であるルールや知識を自
ら学習する

– 入力は、目的に応じて入力対象の特徴をあらわすもの（特徴量）であ
る必要がある

レベル4：ディープラーニングを取り入れた人工知能

– 特徴量自体を学習する機械学習

（松尾豊、「人工知能は人間を超えるか」より）
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Goodfellowの図と対応

Ian Goodfellow, Yoshua Bengio and Aaron Courville, "Deep Learning", The MIT Press, 2016

エキスパート
システム

機械学習

ロジスティック
回帰

自己符号化器

表現学習

レベル2

レベル4

レベル3

レベル1

圏外
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弱い人工知能（AI）と強い人工知能（AI）

ジョン・サール（アメリカの哲学者）の造語

 弱い人工知能

➢ 人間の全認知能力を必要としない程度の問題解決や推論を行うソフトウェ
アの実装や研究

➢ チェスや囲碁など限定された範囲の問題について、一見知的に見える問題
解決ができるもの

 強い人工知能

➢ 人間の知能に迫るようになるか、人間の仕事をこなせるようになるか、幅
広い知識と何らかの自意識を持つもの

 汎用人工知能（≒強い人工知能）AGI: Artificial General Intelligence

➢ 人間レベルの知能を実現するもの

➢ 限定された問題を解決する特定型人工知能ではなく、一般的な知能を実現
するもの
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人工知能の利用動向

 人工知能の効果を最大化するためには、質の高い学習用データを基に付加
価値を生み出す学習済みモデルを生成することが重要

 学習済みモデルを初期状態とし再利用することで、比較的少数の学習デー
タから優れた性能を持つ派生データを得ることができる

 画像認識や音声認識の領域ではすでに実用性の高い技術として応用が進め
られている

➢ 自動走行における車外走行環境認識、医用画像からの疾病等の診断
支援など

➢ 家庭や自動車内での音声対話や音声アシスタント、工場での異常音
検知など

（AI白書2017より）
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今後の展望

海外では検索サービスやSNSなどのインターネット空間での活動から得られ
るデータに対して適用を進めている

海外企業がすでに圧倒的なシェアを持つインターネット空間を中心とした人
工知能利用に、今後対抗することは容易ではない

先行する企業はAIの機能を組み込んだ機械やロボットを普及させることで実
空間における消費者との接点も押さえつつある

健康情報、自動車の走行データ、工場の稼働データなど、個人や企業の実世
界における活動から得られる実空間データへの適用は今後の競争課題

（AI白書2017より）



- 43 -

Computer Software Association of Japan 

AIの課題(フレーム問題)

1969年にマッカーシーとヘイズが指摘した人工知能研究の最大の難問であり、
今からしようとしていることに関係のある事柄だけを選び出すことが、実は
非常に難しいという問題

AI搭載のロボットは、人間の代わりに危険な作業を行う。爆弾が仕掛けられ
ている部屋から、美術品を取り出してくる作業において、美術品の入った台
車を押して作業をしていたが、爆弾が台車に仕掛けられていたので爆発に巻
き込まれてしまった。そこで、改良型ロボットが作られ、再度部屋に向かっ
た。しかし、美術品を運び出すには台車を動かせばよいと思いついたあと、
台車を動かしたときの影響を、天井は落ちてこないか、部屋の壁の色は変わ
らないか、電気は消えないか……などと考えているうちに爆弾が作動してし
まった

J.McCarthy and P.J.HayesSome philosophical problems from the standpoint of 

artificial intelligence, Machine Intelligence, vol.4, pp.463-502 (1969) 画像はAI学会Webサイトより
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AIの課題(シンボルグラウンディング問題)

記号システム内のシンボルがどのようにして実世界の意味と結びつけられる
かという問題。記号接地問題とも呼ぶ。ハルナッドが提唱

猫

人間は、猫の画像と、猫という概念・意味を理解している

AIがこれを理解するには、目が2つ、耳が頭の上に……などの猫の特徴を細か
く画像で理解するしかない。しかし、りんごと青りんごや、シマウマと馬な
どがそれぞれ近い種類であることは、単なる画像認識ではわからない

Harnad, S.:"The Symbol Grounding Problem", Physica D 42: pp.335-346, 1990.



- 45 -

Computer Software Association of Japan 

AIの実例：自動運転

国土交通省による自動運転のレベル

レベル1：運転支援 自動ブレーキ、車線検知など

レベル2：特定条件下での自動運転機能 レベル1の組み合わせなど

レベル3：条件付自動運転 システムが全ての運転タスクを実施するが、シス
テムの介入要求等に対してドライバーが適切に対応することが必要

レベル4：特定条件下における完全自動運転 特定条件下においてシステムが
全ての運転タスクを実施

レベル5：システムによる完全自動運転

現在、米テスラがレベル3の自動運転を提供。ただし事故も報告されている
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実例：Google Photo

人物や動物を登録すると、自動で抽出してくれる
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パンの自動選別

株式会社ブレイン によるトレイ上のパン自動選別システムBakeryScan

手法としては従来型の画像処理で、機械学習ではあるがDeep Learningでは
ない
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きゅうりのAI

実家のきゅうり農家を継いだ元ソフトウェアエンジニアが自作

きゅうりの等級選別をなるべく自動で行いたい → AIによる自作開発

Webカメラ、Raspberry Pi、Tensorflowで環境構築、きゅうりを運ぶベルト
コンベアも自作

教師データ用画像2万8000枚、8000枚のテスト画像での精度は約80%

完全選別ではなく、人間のサポートとして使用すると、仕分けスピードが約
40%向上

元組み込みエンジニアの農家が挑む「きゅうり選別AI」 試
作機3台、2年間の軌跡
https://www.itmedia.co.jp/enterprise/articles/1803/12/new

s035.html
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医療診断：肝臓腫瘍候補の検出

MR/CT画像を合成した画像から、肝臓腫瘍を検出

Cycle-GANをベースにしたニューラルネットワークを構築

Wei, Dongming, et al. "Synthesis and Inpainting-Based MR-CT Registration for Image-
Guided Thermal Ablation of Liver Tumors." International Conference on Medical Image 
Computing and Computer-Assisted Intervention. Springer, Cham, 2019.



- 50 -

Computer Software Association of Japan 

構築したネットワーク
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診断画像からの病気予測(1)

陽電子放出断層撮影(PET)画像の結果から、アルツハイマーを予測・分類

3層の畳み込みを含む5層ネットワークを使用

提案手法(PETNet)が最も高い予測を得ている

Guo, Jiaming, et al. "Predicting Alzheimer's Disease by Hierarchical Graph Convolution from 

Positron Emission Tomography Imaging." arXiv preprint arXiv:1910.00185 (2019).
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診断画像からの病気予測(2)

富士フイルム 画像診断系プラットフォームREiLI

http://reili.fujifilm.com/ja/
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書籍紹介：AI概論、動向

60分でわかる！機械学習＆ディープラーニング超入門：機械学習研究会

技術評論社、2017 本当に超入門。コンパクトにとりあえず概要をつかむ本

人工知能は人間を超えるか ディープラーニングの先にあるもの：松尾豊、
KADOKAWA/中経出版、2015

日本でもトップレベルのAI研究者による紹介本。内容は若干古いが、非常に
わかりやすく、かつコンパクトにまとめられている

AI白書 2020：独立行政法人情報処理推進機構 AI白書編集委員会 編、
KADOKAWA、2020

国内・国外のAI動向をまとめたもの。松尾先生も委員会に加わっている
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書籍紹介：事例紹介

業界別！AI活用地図：本橋 洋介，翔泳社

タイトルの通り、AIの活用事例を集めて解説したも
の

2019年11月発売なので、かなり最近の事例が多い

ただし、ここで公表されている事例が本当にAIなの
かどうかは不明
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書籍紹介：AIに必要な数学を学ぶ

Deep Learningに必要な数学について、高校数学
ベースで説明した良書

著者の涌井氏は、この他「Excelでわかるディープ
ラーニング超入門」など、平易でわかりやすい関
連本を多く手がけている

高校数学でわかるディープラーニングのしくみ：涌井貞美、ベレ出版
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この講座で今後使用するライブラリ

Tensorflow, Keras：機械学習ライブラリ

Matplotlib：Python標準のプロット用ライブラリ

Numpy：リスト、行列操作用ライブラリ

Pandas: データ解析用ライブラリ

OpenCV：画像・映像を扱うには欠かせない画像処理ライブラリ

Deep Learningではとにかくデータ構造を入れ替えたり操作したりが多いの
で、Numpyと可視化のためにMatplotlibが欠かせない。また、データ解析に
はPandasも使用される
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AIにライブラリは必要？

必須ではない

自分で組めばもちろん必要なし

ライブラリを使うと正直ブラックボックスも多いが、
様々なネットワークが簡単に組める

主流はTensorflow/KerasとPythonによる開発

最近人気があるのがPyTorchとPython

データ操作は、Pythonを使用した方が圧倒的に楽

自作本として、例えば「ニューラルネットワーク自作入門」
著：Tariq Rashid, 監訳：新納浩幸
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PC上でDeep Learningを実行するなら

CPUでは演算時間が膨大になってしまうので、NVIDIA GPUの
使用がほぼ必須

ただしGPUのライブラリであるCUDA, cuDNNとPython, ライ
ブラリのTensorflowのバージョンを合わせないといけない

※動作できるバージョンが決まっている

Python ver, 3.7, Tensorflow ver.2.1.x, CUDA 10.1.418.x, 
cuDNN 7.6

(最新バージョンはPython 3.8, CUDA11, cuDNN 8.0)

ローカルPCとほぼ同一ではないが、Google Colaboratoryで
バージョン合わせに悩むことなく簡単に実行できる
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GPU

巨大なデータをGPUで扱う場合、GPUのメモリ容量に注意

最新版 RTX 3080iは12G予定

現行品では RTX 2080 8G（8万円前後）など

nVIDIA GPUは複数使用も可能なので複数使用でメモリは拡張可能

データセンター向けのTESLAシリーズは16Gなど
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Google Colaboratory

PythonをWebブラウザ上で実行し、画像を組み合わせて表示できる環境
Jupyter NotebookをGoogle Compute Engine上で実装したもの。完全無料

https://colab.research.google.com/

Googleクラウド上のGPUや、Googleが独自開発したTensorFlow用演算ハー
ドウェアのTPUを使用して高速な演算が可能

WebブラウザからアクセスできればOK

ただし、90分＆12時間ルールがある

データはGoogle Drive上に保存するか、ダウンロードする

Google ColabのGPU速度は、おおよそGTX 1060程度（2017年3万程度）

https://colab.research.google.com/
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クラウドサービスのDeep Learning API

例) Amazon Rekognition

https://aws.amazon.com/jp/rekognition/

JavaScriptからAPIを呼び出す

有料だが、画像1000枚の判定につき1ドル、など安価

実際に使用するには、EC2, S3などAWSの周辺知識が必要

https://aws.amazon.com/jp/rekognition/
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機械学習やアルゴリズムへの
理解

第２章
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本節の内容

e-learnin教材では、ニューラルネットワークの重みパラメータはあらかじめ
あたえていたが、ここではそれを自動的に求めるための基礎となる概念、手
法（損失関数と勾配降下法）について説明する
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（人工）ニューラルネットワーク

 マカロック=ピッツのモデルを源流とする人工ニューロン（という関数）
を次々と組み合わせて構成された関数のこと。複数のニューロン（神経細
胞）から、あるニューロンへの信号の入力を重みを持った線形和と活性化
関数（後述）により数式化する。

 もっとも原始的な例（右図）

 入力層と出力層の2層（数え方によって
は1層）のみのニューラルネットワーク

 右側の丸の内部では左側からの3つの重み
付き和に活性化関数と呼ばれるある関数を
施した結果が出力される

 ネットワークの重みとバイアスは当初は手で（あるいは勘で）決められた
が、より複雑なネットワークは人手では扱うことができず、コンピュータ
プログラムにより自動的に調整する必要がある。この調整過程が学習と呼
ばれる

𝑦 = 𝑓(𝑤1𝑥1 + 𝑤2𝑥2 + 𝑏)
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ニューロン

脳科学辞典「シナプス」 より
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Deep Learning（深層学習）とは
 多層のニューラルネットワーク
による機械学習手法

 層の数に特に厳密な定義は無い

➢ 入力層と出力層以外に層が
あればDeepと呼ぶこともあ
る

 層の数が増えると学習が難しく、
特殊例を除きあまり実用化され
ていなかった

 入力と出力層の間にある層を中
間層、あるいは隠れ層と呼ぶ

出力層中間層

バイアス

バイアス

入力層
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ディープラーニングの学習過程概要

入力をディープニューラルネットワー
クで計算し、出力を得る

出力を推測値として、教師データとの
誤差を用いて各層の重みを更新する

推測と重みの更新を繰り返し、誤差が
少なくなるように重みを適正な値に収
束させる

※隠れ層 = 中間層
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ニューラルネットワーク内の計算

下の図は最も基本的な全結合ニューラルネットワーク
（第1層は2ユニット、第2層は3ユニット）

重み和の計算は、行列とベクトルの積として表すことができる

𝒚𝟏
𝒚𝟐
𝒚𝟑

=

𝒘𝟏𝟏 𝒘𝟏𝟐

𝒘𝟐𝟏 𝒘𝟐𝟐

𝒘𝟑𝟏 𝒘𝟑𝟐

𝒙𝟏
𝒙𝟐

+

𝒃𝟏
𝒃𝟐
𝒃𝟑

=

𝒘𝟏𝟏 𝒘𝟏𝟐 𝒃𝟏
𝒘𝟐𝟏 𝒘𝟐𝟐 𝒃𝟐
𝒘𝟑𝟏 𝒘𝟑𝟐 𝒃𝟑

𝒙𝟏
𝒙𝟐
𝟏

𝒚𝒌 = 𝒘𝒌𝟏𝒙𝟏 +𝒘𝒌𝟐𝒙𝟐 + 𝒃𝒌
(𝒌 = 𝟏, 𝟐, 𝟑)

※実際は、次に述べる活性化関数をさらに施したものを出力とする
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活性化関数（Activation function）

各ニューロン（図式内の丸印）の計算結果を活性化関数で変換して次の層へ
送る

ニューロン電位がある閾値を超えると発火（シナプスから顆粒が放出）する
という動きを模倣している

この発火の関数モデルは当初はステップ関数（後述）であり、現在用いられ
る学習アルゴリズム実装上不都合

𝒚𝒌 = 𝒇(𝒘𝒌𝟏𝒙𝟏 +𝒘𝒌𝟐𝒙𝟐 + 𝒃𝒌)入力

x1

バイアス

活性化
関数

x2

y1Σ   f

Σ   f

Σ   f

y2

y3

w11

w21

b1

b2

b3

w31

w12 w22

w32

出力

※ここで、Σは（重み付きの）和をとるという操作を表す
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活性化関数の種類（入力:x、出力:y）

 恒等写像、線形関数

➢ 𝑦 = 𝑥

 シグモイド関数（Sigmoid）

➢ 𝑦 =
1

1+𝑒−𝑥

 tanh関数（e-learning教材で登場）

➢ 𝑦 =
𝑒𝑥−𝑒−𝑥

𝑒𝑥+𝑒−1

 ReLU（Rectified Linear Unit）

➢ 𝑦 = max(𝑥, 0)

 Leaky ReLU

➢
𝑦 = 𝑥 𝑖𝑓 𝑥 ≥ 0
𝑦 = 𝑎𝑥 𝑖𝑓 𝑥 < 0

 ソフトマックス関数（Softmax）

➢ 𝑦𝑖 =
𝑒𝑥𝑖

σ𝑗=1
𝐾 𝑒

𝑥𝑗
K：出力層のユニット数

0 ≤ 𝑦𝑖 ≤ 1、σ𝑖=1
𝐾 𝑦𝑖 = 1 となるため、

確率変数とみなせる

（藤田、高原、「実装ディープラーニング」, p.52）

活性化関数は他にも種類があるが割愛
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損失関数（Loss Function）

推測した出力データと教師データとの間の誤差を計算する関数

n:サンプル番号、yn：出力データ、tn：教師データとする

 平均二乗誤差（Mean Squared Error） 連続値の回帰の場合

𝐸𝑛 =
1

2
𝑦𝑛 − 𝑡𝑛

2、𝐸 =
1

𝐾
σ𝑛=1
𝐾 𝐸𝑛

 クロスエントロピー 出力が離散値の場合

 𝐸𝑛 = −σ𝑘=1
𝐾 𝑡𝑛𝑘 log 𝑦𝑛𝑘、𝐸 = σ𝑛=1

𝐾 𝐸𝑛

𝑡𝑛𝑘：nサンプル目のクラスkの教師データ

𝑦𝑛𝑘：ｎサンプル目のクラスkの出力データ

 2値（バイナリ）クロスエントロピー 2値分類の場合

𝐸𝑛 = − 𝑡𝑛 log 𝑦𝑛 + 1 − 𝑡𝑛 log(1 − 𝑦𝑛) 、𝐸 = σ𝑛=1
𝐾 𝐸𝑛
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One-hotベクトル

 ラベルデータのベクトル表現

 総ラベル数Nの i 番目のラベルを、N次元ベクトルの i 番目の要素だけ
を1とし、その他は0のベクトルで表す

 例：総ラベル数5（1～5）で3番目ラベルは [0, 0, 1, 0, 0] となる

 分類問題の教師ラベル表現として使われる

➢ 分類問題では出力層のノード数を総ラベル数にし、Softmax関数を
活性化関数とする

➢ 教師データをOne-hotベクトルで与えると、正解ラベルに相当する
ノードの出力が1、それ以外のノードの出力が０に近づくように
ノードの重みを更新する

➢ Softmax関数を使うので、それぞれの出力ノードの値は、そのラベル
に属する確率とみなすことができる
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誤差最小化手法

 勾配降下法

重みパラメータ全体ならなるベクトルwは、深層学習の場合、一般に巨大次元
のベクトルである。
このwに対する誤差Eの勾配 𝛻𝐸というベクトルを計算し、これをもとに誤差E
が小さくなる方向にwを更新する（勾配ベクトル 𝛻𝐸 の向きは、Eが大きくな
る向きに一致する）

➢ 𝑤 = 𝑤 − 𝜀𝛻𝐸、 𝜀：学習係数（0.01や0.001など小さな数）

➢ 仮に誤差を二乗誤差E =
1

2
𝑌 − 𝑡 2 =

1

2
𝑤𝑋 − 𝑡 2とすると、

Eの𝑤での微分は 𝛻𝐸 = 𝑤𝑋 − 𝑡 𝑋𝑇となる

➢ 誤差をクロスエントロピーとすると、
𝛻𝐸 = −σ𝑛=1

𝐾 𝑦𝑛 − 𝑡𝑛 𝑋

 あとで、勾配降下法をExcelで説明する
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勾配降下法のイメージ

 あるウェイトwの時点での損失関数の勾配
を求め、損失が減少する方向にwを更新す
る

 勾配𝛻𝐸が正なら𝑤を減少させ、負なら𝑤を
増加させる

 学習係数 𝜀 が大きい場合

➢ 早く収束点に向かう

➢ 収束点を通り過ぎることがある
（収束せずに振動する）

 学習係数 𝜀 が小さい場合

➢ 多くの学習回数が必要

➢ 着実に収束点に向かう（収束しやすい）

➢ 極小解で収束する場合がある
（最小解ではない）

 多次元でもあり、一概に決めることが難しい

𝛁𝑬

𝑤 − 𝜀𝛻𝐸
（更新）

𝑤
（現在）
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誤差逆伝播法
多層のニューラルネットワークでは誤差を
伝播させて各層で重みを更新する

勾配は誤差信号δと入力から求められ、
誤差信号は次のように求められる

zは隠れ層の出力

δ3 = 𝑌 − 𝑡 ∘ 𝑓3
′ 𝑍3

f’は活性化関数の微分

δ2 = (𝑊3)
𝑇δ3 ∘ 𝑓2′(𝑍2)

δ1 = (𝑊2)
𝑇δ2 ∘ 𝑓1′(𝑍1)

𝛻𝐸3 = δ3𝑋2
𝑇

𝛻𝐸2 = δ2𝑋1
𝑇

𝛻𝐸1 = δ1𝑋0
𝑇

誤差信号が逆方向に伝播しながら勾配を求
めるようになっている

∘はアダマール積で、同じサイズの2つの行列の要素ごとの積
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勾配消失問題

 誤差逆伝播法では、誤差が出力層側から入力層側に伝播しながら各層の重
みを更新する

 活性化関数によっては、活性化関数の微分が小さな値になり、それが層を
重ねることで誤差がほぼ0になる

➢ シグモイド関数の微分の最大値は0.25

➢ 3層分逆伝播すると3層目は0.253となり、最初の誤差の約0.016倍となる

 ReLUを使うことでこの問題を軽減することができる

➢ ReLUは入力が正の時の微分は常に1
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バッチ学習とミニバッチ学習

 バッチ学習

➢ 用意した学習データや学習評価データを一度に使って学習を行う

 ミニバッチ学習

➢ データを小分けにして学習を繰り返す

 行列計算はデータをGPUに展開して計算を行うので、一度に計算できる
データ量はGPUのメモリに依存する

➢ ミニバッチのサイズを大きくすれば学習が速くなるが、GPUのメモリ
容量に応じてミニバッチのサイズを調整する必要がある

 全サンプルの学習を1回終えることを1エポック（Epoch）と呼ぶ
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過学習、過剰適合
 ディープラーニングでは、層やユニットが増えると
パラメータ数が増え、学習データの情報を全て保持できる

➢ 学習データ自体の推測はほぼ100%にできる

 しかし、学習データ以外のデータは未知のデータなので推測精度が悪
くなる場合がある

➢ たとえるなら、過去問は暗記して完璧だが本番が全然ダメという
受験生

 過学習を抑える方法

➢ 学習評価データを使ったエポック数の設定

➢ 正則化

✓学習時のパラメータの更新幅に制約をつける

➢ ドロップアウト

✓学習時にランダムにユニットを無効化してネットワークの構造を変える
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分類の評価指標

Accuracy（正解率）：
𝑨+𝑫

𝑨+𝑩+𝑪+𝑫

Recall（再現率）：
𝑨

𝑨+𝑩
、

𝑫

𝑪+𝑫

Precision（適合率）：
𝑨

𝑨+𝑪
、

𝑫

𝑩+𝑫

F-Measure（F尺度）：
RecallとPrecisionの調和平均
（逆数の算術平均の逆数）

𝟐・𝑹𝒆𝒄𝒂𝒍𝒍・𝑷𝒓𝒆𝒄𝒊𝒔𝒊𝒐𝒏

𝑹𝒆𝒄𝒂𝒍𝒍 + 𝑷𝒓𝒆𝒄𝒊𝒔𝒊𝒐𝒏
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損失関数と勾配降下法

Excelによるデモ
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2つのタスク：分類と回帰

• 分類
• データをいくつかのグループに分
ける

• あるいは、個々のデータにラベル
を付加する

• 例: メールのスパム判定、画像の
カテゴリ判定

• 回帰
• 入力（説明変数）から出力（目的
変数）を予測

• 入力から出力が得られるメカニズ
ムを関数でモデル化
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それぞれのタスクに関する手法の利用場面

• 未知データについての推測
• 分類タスクの場合、未知データがどのグループに属するかを推測

• 回帰タスクの場合、未知の入力値から出力値を推測

• 既存データの説明
• 分類の様子から知見を得る（そもそもグループがいくつあるかとか、各グループ間の関係
など）

• 変数間の関係から知見を得る
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数学的視点から見た機械学習のタスク

• 分類および回帰
• 関数のあてはめ（フィッティング）

• パラメータを持った関数族を設定し、損失関数を適切に定め（2乗誤差など）、その値が
最小になるようにパラメータを決定する
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損失関数と最適化

• 回帰問題の場合、当てはめに利用する関数族を設定する

• 例： 𝑦 = 𝑎𝑥 + 𝑏（直線の族。 𝑎、𝑏 の組一つ一つについて、直線 𝑦 =
𝑎𝑥 + 𝑏 が族に含まれる）

• 関数族のパラメータを変数とする関数を適切に設定し、それを最小化する
ことを目標とする。この関数を損失関数という。

• 上の例の場合、 損失関数は 𝑓(𝑎, 𝑏) という形の関数

• 損失関数というのはパラメータの悪さ（良さ）を測るための指標となる
もの

• 具体例は次の最小2乗法を見てください

𝑓1 𝑥 = 2.1𝑥 + 3.7

𝑓2(𝑥)
𝑓3 𝑥

𝑓42(𝑥) = 1.2𝑥 +

4.8

𝑓12345 𝑥

32.5

13.8
22.4

3.7
88.9

候補となる関数族 数値化（損失関数の値）

候補となる各関数を数値化し、そ
の値の一番小さいものを選ぶ。

各関数を数値化する際に利用する
のが損失関数という関数
（関数の関数）
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最小2乗法（あとでExcelでも説明します）

• 回帰問題の場合、損失関数として以下の2乗誤差が用いられることが多い

• 下図左のように入力と出力の組 𝑥𝑖 , 𝑦𝑖 𝑖=1,…,𝑁 が与えられているとき、例
えば、入力 𝑥 に対して出力 ො𝑦 を ො𝑦 = 𝑎𝑥 + 𝑏 の形の関数で予測（単回帰）

• 2乗誤差 𝐸 =
1

2
σ𝑖=1
𝑁 𝑦𝑖 − ෝ𝑦𝑖

2 =
1

2

𝑦𝑖 − ෝ𝑦𝑖 たち

の2乗の和
=

1

2
（下図右の縦棒の長さの2乗の和） を最小にする

ように 𝑎、 𝑏 を決定する

0

1

2

3

4

5

6

7

8

9

10

0 1 2 3 4 5 6 7 8 9 10

0

1

2

3

4

5

6

7

8

9

10

0 1 2 3 4 5 6 7 8 9 10

ො𝑦 = 𝑎𝑥 + 𝑏
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勾配降下法による最適化（Excelでも説明）

• 損失関数などの関数が最小値を
とる点を探索する方法

• 候補点（ときにはランダムで選
択）から出発し、損失関数が減
少する向きへ歩を進める

• 損失関数 𝑓 が増加する向きとい
うのは、関数の勾配 ∇𝑓 =
𝜕𝑓

𝜕𝑥
,
𝜕𝑓

𝜕𝑦
の向きとして計算でき

る（あとで説明します）

• 勾配 ∇𝑓 の向きとは逆向きに少
しずつ移動することを繰り返せ
ば、最小値に行き着くだろうと
いう（ある意味楽観的な）手法

• 深層学習でも用いられる

-1

-0.7

-0.4

-0.1

0.2

0.5

0.8

1.1

1.4

1.7

2

2.3

2.6

2.9

3.2

3.5

0

0.5

1

1.5

2

2.5

3

3.5

4

4.5

5

-1

-0
.8

-0
.6

-0
.4

-0
.2 0

0
.2 0
.4 0
.6 0
.8 1

1
.2 1
.4 1
.6 1
.8 2

2
.2 2
.4 2
.6 2
.8 3

3
.2 3
.4 3
.6 3
.8 4

4
.2 4
.4 4
.6

こちらにはまる
可能性あり

こちらが最小値
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Excelによる勾配降下法のデモ
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さまざまな工夫

デモのような簡単な場合でも、単純な実装では実用にならない可能性が
ある。手法の改良、他の手法の採用が必要になる。

• 勾配降下法の改良

• 局所的な最小値にはまりにくくする工夫

• 確率的勾配降下法など

• 多層の場合にシステマティックに対応

• 単純に合成関数の勾配を求めると面倒（→誤差逆伝播法）
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教師あり・なし学習

第３章
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機械学習の分類

入力に関する
データ

出力に関する
データ（正答）

活用例

教師あり学習 有り 有り 不動産価格の予測（回帰）、
検査結果に基づく陽性判
定（分類）

教師なし学習 有り 無し 顧客の属性に基づく分類、
情報の集約

強化学習 有り 直接的な正答は
無いが、報酬が
与えられる

ロボットの歩行学習、将棋、
囲碁

2
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教師あり学習

教師あり学習の概要

– 入力とそれに対応する正解出力の組からなる教師データを用いる

– 教師データに基づいて入力と出力の関係を表現するモデルを構築する

– 新しい入力に対して精度の高い予測出力ができることを目指す

– 出力が連続値の場合「回帰」モデル、出力がカテゴリの場合「分類」
モデルを構築する

ex. 不動産価格の予測（回帰）、検査結果に基づく陽性判定（分類）

3

• 正解の用意された問題集（教師データ）がある
• 教師は正解の導き方を詳しく説明してくれない
• 学習者（コンピュータ）は問題と正解の関係を推測する
• これまで見たことの無い新しい類似の問題に対して正解
を導けるようになることを目指す
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教師なし学習

出力に関するデータ（正解）が与えられていない

クラスタリングか次元圧縮を目的とする

– クラスタリング

• 入力データに基づいてサンプルをいくつかのクラスタに
分類する

– 次元圧縮

• 多種類の入力を少数種類の入力にまとめる

ex. 顧客の属性に基づいて顧客をいくつかのクラスタに分類する（クラスタリ
ング）、学生の複数科目の試験成績データに基づいて学生の能力を説明でき
る少数の変数を作る（次元圧縮）

4
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強化学習（本授業の範囲外）

試行錯誤を通じて報酬が最大となるような行動や選択を学習する

ex. 

– ロボットの歩行学習

• 歩けた距離を報酬とする。機械は手足の動かし方を試行
錯誤して報酬が最大になるような動かし方を学習する

– 将棋

• 敵の王将を取ることを報酬とする。駒の動かし方を試行
錯誤して報酬が最大になる戦略を学習する

5
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機械学習のプロセス

6

元データ

訓練データ

検証データ

モデル

学習済み
モデル

1. データ分割

3. 学習：訓練データ（入出力

の組）をモデルに与えてパラ
メータ調整

4. 予測：検証データ（入力）を学習済
みモデルに与えて予測出力

2. モデル（アルゴリズム）選択

5. 評価：予測出力と検証

データ（出力）を比較して予
測精度を評価

予測出力

機械学習タスクの例：
• 腫瘍の検査値X（直径や面積、滑らかさ等）と良性・悪性の診断結果yが組になった
データ (X,y) が100サンプルある場合を考える

• 入力Xからyを予測できるモデル y=f(X,C) を構築したい（C:モデルのパラメータ）
• 80サンプルでモデルを訓練して、20サンプルでモデルの予測精度を評価する
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機械学習のアルゴリズム

教師あり学習

– 分類
• k近傍法、SVM、決定木、ランダムフォレスト、パーセプト

ロン，ロジスティック回帰，ニューラルネットワーク
– 回帰

• 線形回帰、Ridge回帰、Lasso回帰、Elastic Net

教師なし学習

– クラスタリング
• k平均法

– 次元削減
• PCA、自己組織化マップ

強化学習（本授業の範囲外）

– Q-learning、SARSA、モンテカルロ法

7
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ニューラルネットワーク

脳の神経回路の仕組みを真似たモデル．機械学習アルゴリズムの一種
入力と対応する正解出力の組からなる教師データを与える
出力データと正解データの差が小さくなるように重みパラメータを更新す
る

8

in1

in2

in3

正解

入力層 隠れ層 出力層

Σ f

Σ f

Σ f

重みwij

出力

出力と正解の差が小さく
なるように重みパラメータ

Wijを更新する

重み Vij



- 9 -

Computer Software Association of Japan 

深層学習

ニューラルネットワークの隠れ層を増やしたモデル

画像や音声等入力と対応する正解出力の組からなる教師データを与える

出力データと正解データの差が小さくなるように重みパラメータを更新する

機械は与えられたデータに基づいて特徴量を抽出・学習する

9

in

1

in2

in3

正解

入力層 隠れ層1 出力層

Σ f

Σ f

Σ f

重みwij

出力

出力と正解の差が小さく
なるように重みパラメー
タW,V,Uを更新する

隠れ層2

Σ f

Σ f

重み Vij

重み Uij
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機械学習・深層学習のための言語

R
– ベクトル・行列やデータフレーム等データ処理機能、描画機能が標準

で用意されており操作が統一されている
– 統計解析の機能が標準で用意されている
– 機械学習の各種アルゴリズムがパッケージとして豊富に提供されてい

る
– 深層学習のライブラリはあるものの主流ではない

Python

– ベクトル・行列計算にはNumPyやSciPy、データフレーム処理には
pandas、描画にはMatplotlibのように外部ライブラリが必要で操作が
統一されていない

– 統計解析の機能が標準で用意されていない（別途StatsModelsが必要）
– 機械学習のライブラリ（scikit-learn）がある
– 深層学習のライブラリ（TensorFlow, Keras, PyTorch, Caffe等）が充

実しており主流となっている

10
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演習で採用する環境

機械学習

– 言語と開発環境：RとR Studio

– ライブラリ：Rの各種パッケージ

– 実行環境：ローカル

深層学習

– 言語と開発環境：PythonとGoogle Colaboratory

– ライブラリ：Keras

– 実行環境：クラウド

11
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教師あり学習（分類）

12
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教師あり学習（再掲）

教師あり学習の概要

– 入力とそれに対応する正解出力の組からなる教師データを用いる

– 教師データに基づいて入力と出力の関係を表現するモデルを構築する

– 新しい入力に対して精度の高い予測出力ができることを目指す

– 出力が連続値の場合「回帰」モデル、出力がカテゴリの場合「分類」
モデルを構築する

ex. 不動産価格の予測（回帰）、検査結果に基づく陽性判定（分類）

13

• 正解の用意された問題集（教師データ）がある
• 教師は正解の導き方を詳しく説明してくれない
• 学習者（コンピュータ）は問題と正解の関係を推測する
• これまで見たことの無い新しい類似の問題に対して正解
を導けるようになることを目指す
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k-近傍法

教師あり学習（分類）

2021/3/24 14
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k-近傍法の概要と例

2021/3/24 15

k-近傍法：特徴空間上で最も近い距離にある訓練データに基づ
いて分類を行う方法

甘さ

歯ごたえ

リンゴ

洋ナシ

ブドウ

オレンジ

バナナ

レタス

セロリ

きゅうり

さやいんげん

にんじん

ナッツ

ベーコン

エビ

チーズ
魚

野菜 果物

タンパク質

例：トマトは野菜か果物か
• 甘さと歯ごたえの2つの特徴量
に基づいて判定すると仮定する

• 2次元特徴空間（平面）における

近傍点が野菜なら野菜、果物な
ら果物と判定

• この例ではトマトの4つの近傍は

ブドウ、オレンジ、さやいんげん、
ナッツだが、4つのうち2つが果
物なので果物！

出典：Brett Lantz: 「Rによる機械学習」翔泳社
（2017）を基に鈴木作成
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Feature 1

Feature 

2

𝑝1, 𝑝2

(𝑞1, 𝑞2)

𝑑

𝑝1 𝑞1

𝑝2

𝑞2

Feature 2

Feature 

4

Feature 1

Feature 3

𝑝1, 𝑝2, ⋯ , 𝑝𝑛

(𝑞1, 𝑞2,⋯ , 𝑞𝑛)

Feature 

n

n次元イメージ2次元

k-近傍法における次元と距離
例：トマトは野菜か果物か
• 甘さと歯ごたえの2つの特徴量に基づいて

判定
• 2次元特徴空間（平面）における近傍点が野

菜なら野菜、果物なら果物
• 2点 𝑝1, 𝑝2 , (𝑞1, 𝑞2)間の距離

– 𝑑 = 𝑝1 − 𝑞1
2 + 𝑝2 − 𝑞2

2

例：注目する腫瘍が良性か悪性か
• ガン細胞のサイズや滑らかさなど30の特徴

量に基づいて判定
• 30次元特徴空間における近傍点が良性なら

良性、悪性なら悪性
• 2点 𝑝1, 𝑝2, ⋯ , 𝑝𝑛 , (𝑞1, 𝑞2, ⋯ , 𝑞𝑛)間の距離

– 𝑝1 − 𝑞1
2 + 𝑝2 − 𝑞2

2 +⋯+ 𝑝𝑛 − 𝑞𝑛
2



- 17 -

Computer Software Association of Japan 

★の最近傍点は●
⇒ ★は●と同じクラスと予測

1-NN 7-NN

★の7つの近傍点は
▲が4、●が3

⇒★は▲と同じクラスと予測
（多数決）

• 線形分離不可能なデータセットでも分類可能
• kが小さい場合きめ細かく分類、大きい場合滑らかに分類される

新しいデータ点は最近傍点（もしくはk個の近傍点うち多数派）と同じクラスと予測

k-近傍法による予測方法とkの値による違い

※データ出典：A. C. Muller et al. mglearn.datasets
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k-近傍法の処理手順と実装

処理手順

– 学習

• 訓練データセット（特徴量・クラス）を格納するだけ
（学習不要）

– 予測

1. 未分類のデータ点1個に対して、分類済みの近傍デー
タ点をk個見つける

2. 未分類データ点は、分類済み近傍データ点の多数派が
所属するクラスに分類する

実装

– Rのclassパッケージに含まれるknn実装など

18
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k近傍法で用いるデータの前処理の必要性

19

Feature 1

Feature 2

𝑝1, 𝑝2

(𝑞1, 𝑞2)

𝑝1 𝑞1

𝑝2
𝑞2

𝑝1 − 𝑞1
2 + 𝑝2 − 𝑞2

2 ∼ 𝑝1 − 𝑞1
2 = 𝑝1 − 𝑞1

特徴量間で値の範囲が大きく異なる場合

値の範囲が狭い特徴量がモデル構築に
おいて評価されない

Feature 1

Feature 2

𝑝1, 𝑝2

(𝑞1, 𝑞2)

𝑝1
𝑞1

𝑝2

𝑞2

すべての特徴量について
正規化・標準化を行い、
どの特徴量も同等に評価
されるようにする必要が
ある

正規化・標準化
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Zスコア標準化・最大最小正規化

20

𝑍 =
𝑋 − 𝜇

𝜎

Zスコア標準化

𝜇

𝜎

最大最小正規化

X′ =
𝑋 −min(𝑋)

max 𝑋 −min(𝑋)
𝑋′ ∈ 0,1

値の範囲が広すぎる 値の範囲が標準化された

値の範囲が0以上1以下に標準化された
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※参考：k-近傍法を利用した回帰
処理手順

– 学習

• 訓練データセット（特徴量・目的変数）を格納するだけ
（学習不要）

– 予測

1. 目的変数の値が未知のデータ点1個に対して、特徴空
間における近傍データ点をk個見つける

2. k個の近傍データ点の目的変数の平均を、注目データ点
の目的変数の値とする

21
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決定木

教師あり学習（分類）

22
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決定木の概要と例

23

決定木：特徴量に関する条件分岐をたどると最終的に分類が決定する木構造

例：アヤメの種類を咢と花弁の長さと
幅から決定する決定木

• Petal（花弁）の長さが2.5未満な
らsetosa

• 2.5以上で幅が1.8未満なら
versicolor

• 2.5以上で幅が1.8以上なら
virginica

• setosa 50個体、versicolor 50

個体、virginica 50個体からなる
全150個体を、本モデルによって
おおむね綺麗に分けられている
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決定木の学習手順

24

Petal.Length < 2.5 という基
準を選ぶことでsetosa 50 と
それ以外100 を綺麗に分割

できている

Petal.Width < 1.8 という基
準を選ぶことでversicolor 

とvirginica をおおむね綺
麗に分割できている

学習手順

1. 最も綺麗にデータを分割できる
基準を選ぶ
※「情報利得」が最大となる基準

2. データを分割する
3. 終了条件を満たすまで1と2を
繰り返す
※終了条件は、木の深さ、終端
ノード数、ノードに含まれるデータ
数、誤り率などを考慮する

実装
• RのrpartやC50など
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決定木：
情報利得による分割基準の選択

25
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エントロピー

エントロピー： 乱雑さ

– ノード 𝑁𝑡のエントロピー

– 𝑝𝑖：ノード𝑁𝑡におけるクラス𝑖 に属するインスタンスの割合

– 𝑛：クラス数

26

ノード𝑁𝑡

ただし σ𝑖=1
𝑛 𝑝𝑖 = 1

𝐻(𝑁𝑡) = −

𝑖=1

𝑛

𝑝𝑖 log2 𝑝𝑖

ノード𝑁𝑡のエントロピー

𝐻(𝑁𝑡) = −

𝑖=1

𝑛

𝑝𝑖 log2 𝑝𝑖

クラス1: 𝑝1
クラス2: 𝑝2
クラス3: 𝑝3
…

クラスn: 𝑝𝑛
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エントロピーの性質（2クラス）

エントロピーの性質（2クラス）

• 𝑝 =
1

2
で𝐻

1

2
= 1.0 （最大値）

• データの割合が50:50 のときエント
ロピー最大

• 𝑝 → 0 𝑜𝑟 𝑝 → 1で𝐻 𝑝 → 0
• いずれか一方のクラスしかない場
合エントロピーは0

ノード𝑁𝑡

クラス1: 𝑝1 = 𝑝
クラス2: 𝑝2 = 1 − 𝑝 𝐻 𝑝 = −𝑝 log2 𝑝 − 1 − 𝑝 log2 1 − 𝑝

ノード𝑁𝑡のエントロピー

𝐻 𝑝

𝐻(𝑁𝑡) = −

𝑖=1

𝑛

𝑝𝑖 log2 𝑝𝑖

𝑛 = 2

※一方のクラスの割合を𝑝とおいた

クラスの混在の程度が高いほど
エントロピーが大きい



- 28 -

Computer Software Association of Japan 

エントロピーの性質（nクラス）

エントロピーの性質（nクラス）

• データの割合が均等なとき（𝑝𝑖 =
1

𝑛
）、エントロピー最大

𝐻(𝑁𝑡) = −

𝑖=1

𝑛
1

𝑛
log2

1

𝑛
= log2 𝑛

• いずれか一つのクラスしか含まない場合エントロピーは0

ノード𝑁𝑡 クラス1: 𝑝1
クラス2: 𝑝2
クラス3: 𝑝3
…

クラスn: 𝑝𝑛

ただし σ𝑖=1
𝑛 𝑝𝑖 = 1

𝐻(𝑁𝑡) = −

𝑖=1

𝑛

𝑝𝑖 log2 𝑝𝑖

ノード𝑁𝑡のエントロピー

クラスの混在の程度が高いほど
エントロピーが大きい
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情報利得
• 情報利得：分割によるエントロピーの減少量

• ある分割𝐷1によりノード𝑁0を2つのノード 𝑁1, 𝑁2に分割した場合の情報利得

• 𝐻：エントロピー

• 𝑝：分割比率（ 𝑝 𝑁1 + 𝑝 𝑁2 = 1 ）

𝐼𝐺(𝐷1) = 𝐻 𝑁0 − 𝑝 𝑁1 𝐻 𝑁1 + 𝑝 𝑁2 𝐻 𝑁2

分割後エントロピー分割前エントロピー

𝐻(𝑁0)

𝐻(𝑁1) 𝐻(𝑁2)

分割基準 𝐷1
𝑝(𝑁1) 𝑝(𝑁2)

𝑁0

𝑁1 𝑁2

𝐻 𝑁0 : 分割前エントロピー

𝑝 𝑁1 𝐻 𝑁1 + 𝑝 𝑁2 𝐻(𝑁2):
分割後エントロピー

𝐼𝐺(𝐷1) ∶ 情報利得
＝エントロピーの減少量
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ある分割D1による情報利得の計算例

𝐻 𝑁0 = −
1

3
log2

1

3
−
1

3
log2

1

3
−
1

3
log2

1

3
= log2 3 = 1.584

𝐻 𝑁1 = 0 𝐻 𝑁2 = −
1

2
log2

1

2
−
1

2
log2

1

2
= log2 2 = 1.0

𝐼𝐺 𝐷1 = 𝐻 𝑁0 −
50

150
∗ 𝐻 𝑁1 +

100

150
∗ 𝐻 𝑁2 = 1.584 − 0.666 = 0.918 bit

分割前エントロピー 分割後エントロピー

情報利得

分割D1:

Petal.Length < 2.5
setosa: 50

versicolor: 50

virginica: 50

setosa: 50

versicolor: 0

virginica: 0

setosa: 0

versicolor: 50

virginica: 50

Petal.Length < 2.5
50

150

100

150

𝑁0

𝑁1 𝑁2
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ある分割D2による情報利得の計算例

setosa: 50

versicolor: 50

virginica: 50

setosa: 49

versicolor: 21

virginica: 3

setosa: 1

versicolor: 29

virginica: 47

Sepal.Length < 5.8

𝐻 𝑁0 = −
1

3
log2

1

3
−
1

3
log2

1

3
−
1

3
log2

1

3
= log2 3 = 1.584

𝐻 𝑁1 = −
49

73
log2

49

73
−
21

73
log2

21

73
−

3

73
log2

3

73
= 1.092

𝐻 𝑁2 = −
1

77
log2

1

77
−
29

77
log2

29

77
−
47

77
log2

47

77
=1.046

𝐼𝐺(𝐷2) = 𝐻 𝑁0 −
73

150
∗ 𝐻 𝑁1 +

77

150
∗ 𝐻 𝑁2 = 1.584 − 1.068 = 0.516bit

73

150

77

150

分割D2:

Sepal.Length < 5.8𝑁0

𝑁1 𝑁2

分割前エントロピー 分割後エントロピー

情報利得
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分割D1と分割D2の情報利得の比較

分割D1 分割D2

分割前： 1.584

D1分割後:0.666

D2分割後:1.068

分割D1による
情報利得 0.918

分割D2による
情報利得 0.516

分割方法

エントロピー

分割D1による情報利得の方
が大きいため分割D1を採用
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決定木のメリット

分析結果の解釈や実装が容易

特徴量の正規化・標準化が不要

複数の決定木を組み合わせることで、ランダムフォレストなどの強力なアル
ゴリズムに発展させることが可能

2021/3/24 33
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ランダムフォレスト

ランダムサンプリングされた訓練データによって学習した多数の決定木を使用す
る方法

学習

1. 学習に用いるデータや特徴量をランダムに抽出する
2. 抽出したデータと特徴量で決定木を生成する
3. 1．と2．を繰り返す

予測

– 予測したい事例について、個々の決定木が予測した各クラスへの
所属確率を平均し、確率が高いと判断されるクラスを予測結果と
する

実装

– RのrandomForestパッケージなど

2021/3/24 34



- 35 -

Computer Software Association of Japan 

演習：教師あり学習（分類）演習ガイド参照

前処理済み
データ

訓練データ

検証データ

モデル

学習済み
モデル

1. データ分割
3. 学習：訓練データ（入出力の組）
をモデルに与えてパラメータ調整

4. 予測：検証データ（入力）を学
習済みモデルに与えて予測出力

2. モデル（アルゴリズム）選択

5. 評価：予測出力と検証データ
（出力）を比較して予測精度を評価

予測出力

元データ

0. 前処理

演習：Wisconsin乳がんデータセットを利用
• 腫瘍細胞の30の特徴量から良性・悪性の診断を行う機械学習モデルを構築
• k近傍法か決定木を採用
• 必要なら正規化・標準化等の前処理を実施
• 全569事例のデータを訓練データ469事例、検証データ100事例に分割
• 訓練データでモデルを訓練
• 検証データを学習済みモデルに与え、その予測精度を評価

機械学習モデル構築（演習）手順
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RとR Studio
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RとR Studio

R

– 統計解析・可視化のための言語・開発実行環境

– オープンソース・フリーソフトウェアであり、Windows、
MAC、Linux等様々なOSで利用可能

– 機械学習のためのライブラリも数多く提供されており、少
ないコマンドで簡単にインストール・利用可能

R studio

– Rのための統合開発環境

– コンソールや高機能なエディタ、描画やコマンド履歴、デ
バッグ、ワークスペース管理のためのツールなどを備える

– クロスプラットフォームであり、各種OSで利用可能

37
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R・Rtoolsのインストール

https://cran.r-project.org/ にアクセスし、Download and Install Rから自
分のOSを選択

– Windowsの場合はbaseとRtools（recommended）をそ
れぞれダウンロードし、exeファイルを実行してインス
トール

– Rtoolsインストール中に”Add rtools to system PATH”に
✓

• Rtoolsはソースで配布されているライブラリ等をコンパ
イルして利用する場面で必要

38

https://cran.r-project.org/
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R Studioのインストールと起動

https://rstudio.com/にアクセスし、DOWNLOADからRStudio Desktop 
(Free)を選択

– Windowsの場合はDOWNLOAD RSTUDIO FOR 
WINDOWSからexeファイルをダウンロード・実行してイ
ンストール

をクリックしてR Studioを起動

プロジェクトの概念：データやRのコードをまとめて管理する

2021/3/24 39

https://rstudio.com/
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R Studio起動後、右上からNew Project

New Project
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New Directory ⇒New Project ⇒任意のディレクトリ名

任意の
ディレクトリ名
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R Studioのペインと概要

ペイン名 ショートカット 概要

Source Ctrl + 1 スクリプトやマークダウンの編集・表示

Console Ctrl + 2 Sourceペインに書かれたコマンドの実行。直接コマ
ンドを入力して実行

Terminal Shift + Alt + T R studio内でターミナル操作するためのペイン

Help Ctrl + 3 関数やパッケージのヘルプ

History Ctrl + 4 コマンド履歴

Files Ctrl + 5 ワーキングディレクトリにあるファイルを表示

Plots Ctrl + 6 図の描画

Packages Ctrl + 7 インストールされているパッケージの表示

Environment Ctrl + 8 読み込んだデータセットや作成した変数など、現在の
ワークスペースにある環境を表示

SourceペインかConsoleペインに
コマンド入力すれば実行できる
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左上からR Scriptを選択

R Script
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ソースペインにコマンド入力

• str(iris)でirisのデータ構造確認
• 実行はCtrl + Enter (Win)

Consoleペインにirisの
データ構造が表示される

• SourceペインかConsoleペインにコマンドを入力すれ
ば実行できる

• Sourceペインでスクリプトとしてまとめておけば保存・
再現できる
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データ読込み・データ構造確認

d <- iris でオブジェクトdにiris

データ読み込み

オブジェクト名の左にある矢印ボタン
でstr()同様データ構造が確認できる
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データフレーム型データの表示

データフレーム型データの場合行
の適当な場所をクリックするとデー
タ全体をソースペインに表示できる

データフレーム：
表形式のデータ構造
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データ構造：ベクトル

ベクトル
• 同じ型のデータを複数まとめたもの
• c()を用いて要素を並べるか、 : で数値
範囲指定して作成する

• その他のデータ構造の基本となる

x <- 1:5

y <- c(1.2, 2.5, 3.2, 4.9, 5.0)

z <- c("Benign", "Malignant")

x

y

z



- 48 -

Computer Software Association of Japan 

データ構造：行列

A <- matrix(1:10, nrow = 5, ncol =2)

B <- matrix(c(1.2, 6.1, 3.2, 5.2, 2.4, 2.5, 

4.9, 9.9, 1.3, 4.0, 5.0, 0.5),

nrow = 4)

A

B

行列
• 同じ型のデータからなる二次元配列
• matrix()で作成する
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データ構造：リスト
オブジェクト名の左にある

矢印ボタンでもデータ構造確認

l <- list(m = matrix(1:10, nrow = 2), v=1:100, df = iris)

l

l$m

l$v

l$df

str(l)

リスト
• 異なる構造のデータを集めたもの
• list()で作成する
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データフレーム

sex <- c("F", "F", "M", "M", "M")

height <- c(158, 162, 177, 173, 166)

weight <- c(51, 55, 72, 57, 64)

medical<- data.frame(SEX = sex, 

HEIGHT = height, WEIGHT = weight)

str(medical)

medical$HEIGHT

medical[,2]

medical[4,]

summary(medical)

データフレーム
• リストの一種
• 各列は1つの特徴量、各行は1つの観測値
• 特徴量別の統計処理が容易
• data.frame()で作成する

• sex, height, weightベクトルを作成
• それらを束ねてデータフレーム作成
• ラベルはSEX, HEIGHT, WEIGHTとした
• 大文字と小文字は区別される
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教師あり学習（分類）のため
のデータ準備

2021/3/24 51
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R studioで新規プロジェクトとスクリプト作成

プロジェクト名は任意だが一応 wbcd とする

– Wisconsin Breast Cancer Diagnosticの意味

プロジェクトを立ち上げたら、新しいスクリプトを作成する

「新規プロジェクト作成」「スクリプト作成」の手順は覚えていると思うが、
忘れた人は次のページを参照のこと

2021/3/24 52
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R Studio起動後、右上からNew Project

2021/3/24 53

New Project
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New Directory ⇒ New Project ⇒ディレクトリ名
wbcd

ディレクトリ名
wbcd
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左上からR Scriptを選択

2021/3/24 55

R Script
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kaggleの登録

• 機械学習・データサイエンスに関わる人が集まるコミュニティ

• 企業等から実データが提供されたうえで賞金付きのコンペ（競
技会）も実施される

• 提供されている実データを機械学習の学習のために利用可能
• https://www.kaggle.com/

https://www.kaggle.com/
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kaggleの登録 Register

どちらでも好き
な方法で登録
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データのダウンロード

• https://www.kaggle.com/uciml/breast-cancer-wisconsin-data
のDownloadから圧縮ファイル（.zip）をダウンロード

• ダウンロードしたzipファイルを展開する（zipファイルを右ク
リックして「すべて展開」を選択）

• 展開後のフォルダの中に"data.csv"があることを確認

Wisconsin乳がん
診断データセット

https://www.kaggle.com/uciml/breast-cancer-wisconsin-data
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データの準備

1. R Studio のConsoleペインで
getwd()して作業ディレクトリを確認

3. R Studio のFilesペインでdata.csv

の存在が確認できればOK

2. 先ほど用意した"data.csv"を作業
ディレクトリに移動



- 60 -

Computer Software Association of Japan 

データの読込みとデータ構造確認

wbcd <- read.csv("data.csv", stringAsFactors = 

FALSE)

str(wbcd)
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データの意味
• Number of instances: 569 

• Number of attributes: 32 (ID, diagnosis, 30 real-valued input features)

• Attribute information
• 1) ID number

• 2) Diagnosis (M = malignant, B = benign)

• 3-32)Ten real-valued features are computed for each cell nucleus:
• a) radius (mean of distances from center to points on the perimeter)

• b) texture (standard deviation of gray-scale values)

• c) perimeter

• d) area

• e) smoothness (local variation in radius lengths)

• f) compactness (perimeter^2 / area - 1.0)

• g) concavity (severity of concave portions of the contour)

• h) concave points (number of concave portions of the contour)

• i) symmetry 

• j) fractal dimension ("coastline approximation" - 1)

• The mean, standard error, and "worst" or largest (mean of the three largest values) of 
these features were computed for each image, resulting in 30 features.  For instance, 
field 3 is Mean Radius, field13 is Radius SE, field 23 is Worst Radius.

• All feature values are recoded with four significant digits.

• Missing attribute values: none

• Class distribution: 357 benign, 212 malignant

569事例、32変数
1) ID, 2) 診断結果（M=悪性、B=良性）, 3-32) 細胞核の
10の特徴量各々について平均、標準偏差、最大値
欠損値なし
357良性、212 悪性
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データ確認と不要な変数の発見

1. 変数の種類が33？おかしい．
クリックして確認

2. 意味のない変数Xが
入ってしまっている
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不要な変数xの削除

wdbc$x <- NULL

str(wdbc)

変数の種類が32となり正
しい



- 64 -

Computer Software Association of Japan 

スクリプトの保存・ワークスペースの保存

スクリプトファイル名の拡
張子は .R とする

FileからSave As…

R 終了時
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教師あり学習（回帰）

65
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教師あり学習

• 教師あり学習の概要
• 入力とそれに対応する正解出力の組からなる教師データを用いる

• 教師データに基づいて入力と出力の関係を表現するモデルを構築する

• 新しい入力に対して精度の高い予測出力ができることを目指す

• 出力が連続値の場合「回帰」モデル、出力がカテゴリの場合「分類」モデ
ルを構築する

• ex. 不動産価格の予測（回帰）、検査結果に基づく陽性判定
（分類）

• 正解の用意された問題集（教師データ）がある
• 教師は正解の導き方を詳しく説明してくれない
• 学習者（コンピュータ）は問題と正解の関係を推測する
• これまで見たことの無い新しい類似の問題に対して正解を
導けるようになることを目指す
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回帰（Regression）

教師あり学習

入力データから連続値を予測する

– ex. 都市の電力消費量や住宅価格など

回帰のアルゴリズム

– 線形回帰（通常最小二乗法）

– Ridge回帰、Lasso回帰 、Elastic Net

– SVR(Support Vector Regression)

67
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線形回帰

教師あり学習（回帰）

68
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線形回帰の概要と例

• 単回帰
• 説明変数が1つ

• 目的変数 𝑦 ，説明変数 𝑥 として𝑦 = 𝑎𝑥 + 𝑏 と表現される. 𝑎は回帰係数, 𝑏は切片

• 重回帰
• 説明変数が２つ以上

• 目的変数 𝑦 , 説明変数 𝑥1, 𝑥2, ⋯ , 𝑥𝑑 として𝑦 = 𝑤0 +𝑤1𝑥1 + 𝑤2𝑥2 +⋯+𝑤𝑑𝑥𝑑
と表現される．𝑤1, 𝑤2, ⋯ , 𝑤𝑑は偏回帰係数, 𝑤0は切片

単回帰の例
• R標準データセットcars

• 車速(mph)と停止距離(ft)の組50組
• 車速を説明変数、停止距離を目的
変数として単回帰

• 回帰式𝑦 = 3.9 𝑥 − 17.6
• 回帰式は最小二乗法により求まる

説明変数の線型結合で目的変数を表現するモデル

※実際は、空走距離は車速に比例するが、制動
距離は速度の二乗に比例する
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最小二乗法による回帰係数の導出(1/2)

ex. 単回帰式

• データセット 𝑥1, 𝑦1 , 𝑥2, 𝑦2 , ⋯ , (𝑥𝑛, 𝑦𝑛)に基づき回帰式𝑦 = 𝑎𝑥 + 𝑏を導出する

• 予測値を ො𝑦𝑖 = 𝑎𝑥𝑖 + 𝑏と書くと、残差平方和は以下の式であらわされる

𝐸 =

𝑖=1

𝑛

ෝ𝑦𝑖 − 𝑦𝑖
2 =

𝑖=1

𝑛

𝑎𝑥𝑖 + 𝑏 − 𝑦𝑖
2

予測値と実測値の差（残差）の平方和を最小にするよう回帰係数を決定する方法

𝑥

𝑦

𝑥𝑖

𝑦𝑖

ෝ𝑦𝑖

𝑦 = 𝑎𝑥 + 𝑏

予測値

実測値
残
差
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最小二乗法による回帰係数の導出(2/2)

𝐸 =

𝑖=1

𝑛

ෝ𝑦𝑖 − 𝑦𝑖
2 =

𝑖=1

𝑛

𝑎𝑥𝑖 + 𝑏 − 𝑦𝑖
2

𝐸は𝑎, 𝑏の二変数関数𝐸 𝑎, 𝑏 と見ることができ、下に
凸の二次関数となる

𝜕𝐸

𝜕𝑎
= 0,

𝜕𝐸

𝜕𝑏
= 0で𝐸は最小となるため、

𝜕𝐸

𝜕𝑎
= σ2 𝑎𝑥𝑖 + 𝑏 − 𝑦𝑖 𝑥𝑖 = 0

𝜕𝐸

𝜕𝑏
= σ2 𝑎𝑥𝑖 + 𝑏 − 𝑦𝑖 = 0

連立方程式を解くと、 ҧ𝑥 =
1

𝑛
σ𝑥𝑖 , ത𝑦 =

1

𝑛
σ𝑦𝑖として

𝑎 =

1
𝑛
σ𝑖=1
𝑛 (𝑥𝑖 − ҧ𝑥)(𝑦𝑖 − ത𝑦)

1
𝑛
σ𝑖=1
𝑛 𝑥𝑖

2 − ҧ𝑥2
=
𝜎𝑥𝑦

𝜎𝑥
2 ,

b = തy − 𝑎 ҧ𝑥

𝐸(𝑎, 𝑏)

𝑎, 𝑏

𝜕𝐸

𝜕𝑎
= 0,

𝜕𝐸

𝜕𝑏
= 0 なる (𝑎, 𝑏)

𝜎𝑥
2: 𝑥の分散

𝜎𝑥𝑦: 𝑥と𝑦の共分散
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決定係数

• 全変動平方和 = 回帰変動平方和 + 残差変動平方和
σ 𝑦𝑖 − ത𝑦 2 = σ ෝ𝑦𝑖 − ത𝑦 2 + σ 𝑦𝑖 − ෞ𝑦𝑖

2

• 決定係数＝回帰変動平方和／全変動平方和

𝑅2 =
σ ෝ𝑦𝑖 − ത𝑦 2

σ 𝑦𝑖 − ത𝑦 2 = 1 −
σ 𝑦𝑖 − ෝ𝑦𝑖

2

σ 𝑦𝑖 − ത𝑦 2

𝑥

𝑦

𝑥𝑖

𝑦𝑖

ෝ𝑦𝑖

𝑦 = 𝑎𝑥 + 𝑏

ҧ𝑥

ത𝑦

全
変
動回

帰

残
差

回帰式が全体の変動のうちどの程度を説明できるか示す係数

どの残差も0ならば
決定係数は1になる

予測値

実測値

平均値
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重回帰の場合の最小二乗法による回帰係数の導出
(1/3)

重回帰式は

𝑦 = 𝑤0 + 𝑤1𝑥1 +𝑤2𝑥2 +⋯+𝑤𝑑𝑥𝑑

𝒙 = 𝑥1, 𝑥2, ⋯ , 𝑥𝑑
𝑇 は入力変数、𝑤0, 𝑤1, ⋯ ,𝑤𝑑はパラメータ

ここで 𝒙 = 1, 𝑥1, 𝑥2, ⋯ , 𝑥𝑑
𝑇 , 𝒘 = 𝑤0, 𝑤1, ⋯ ,𝑤𝑑

𝑇 と定義す
ると

重回帰式は
𝑦 = 𝒘𝑇𝒙

とあらわせる
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重回帰の場合の最小二乗法による回帰係数の導出
(2/3)

重回帰式は
𝑦 = 𝒘𝑇𝒙

データ行列

𝑿 =

𝑥11 𝑥12 ⋯ 𝑥1𝑑
⋮ ⋮ ⋱ ⋮
𝑥𝑛1 𝑥𝑛2 ⋯ 𝑥𝑛𝑑

をもとに

෩𝑿 =

1 𝑥11 𝑥12 ⋯ 𝑥1𝑑
⋮ ⋮ ⋮ ⋱ ⋮

1 𝑥𝑛1 𝑥𝑛2 ⋯ 𝑥𝑛𝑑

を定義すると、各サンプル行（1~𝑛）に対して回帰式をあてはめた結果は

𝑤0 + 𝑤1𝑥11 + ⋯ +𝑤𝑑𝑥1𝑑
𝑤0 + 𝑤1𝑥21 + … +𝑤𝑑𝑥2𝑑

⋮ ⋮ ⋮
𝑤0 + 𝑤1𝑥𝑛1 + ⋯ +𝑤𝑑𝑥𝑛𝑑

=

𝒘𝑇𝒙1
𝒘𝑇𝒙2
⋮

𝒘𝑇𝒙𝑛

= ෩𝑿𝒘

とあらわすことができる
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重回帰式を𝒘の関数とみて
ෝ𝒚 𝒘 = ෩𝑿𝒘

目的変数𝑦との差の二乗和を目的関数として、これを最小にするような
𝒘を求める

𝐸 𝒘 = 𝒚 − ෩𝑿𝒘
𝟐
= 𝒚 − ෩𝑿𝒘

𝐓
𝒚 − ෩𝑿𝒘

= 𝒚𝑻𝒚 − 𝒘𝑻෩𝑿𝑻𝒚 − 𝒚𝑻෩𝑿𝒘+𝒘𝑻෩𝑿𝑻෩𝑿𝒘

目的関数𝐸(𝒘)の勾配を求めると

𝛻𝐸 𝒘 = −2෩𝑿𝑇𝒚 + 2෩𝑿𝑇෩𝑿𝒘

これを = 0とおくことで
෩𝑿𝑇𝒚 = ෩𝑿𝑇෩𝑿𝒘

よって

𝒘 = ෩𝑿𝑇෩𝑿
−1෩𝑿𝑇𝒚

データ行列と目的変数ベクトル
からパラメータベクトルが決まる

重回帰の場合の最小二乗法による回帰係数の導出(3/3)
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線型回帰の処理手順と実装

処理手順

– 学習

• 訓練データセット（特徴量・目的変数）を与えると、残
差平方和を最小化する回帰式が得られる

– 予測

• 回帰式にテストデータセットの特徴量を与えると目的変
数の予測値が得られる

実装

– Rのstatsパッケージに含まれるlm実装など
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Ridge回帰・Lasso回帰

Ridge回帰

– 最小にすべき目的関数にペナルティ𝜆 𝒘 2 (L2ノルム)を付
加

𝐸 𝒘 = 𝒚 − ෩𝑿𝒘
𝟐
+ 𝜆 𝒘 2

– 係数があまりに大きくならないようにしている

Lasso回帰

– 最小にすべき目的関数にペナルティ 𝜆 𝑤 1（L1ノルム）を
付加

𝐸 𝒘 = 𝒚 − ෩𝑿𝒘
𝟐
+ 𝜆 𝑤 1

– ここで 𝑤 1 = σ𝑖=1
𝑑 𝑤𝑖

– 係数があまりに大きくならないようにしている
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Ridge回帰・Lasso回帰

Ridge回帰

– 最小にすべき目的関数にペナルティ𝜆 𝒘 2 (L2ノルム)を付
加

𝐸 𝒘 = 𝒚 − ෩𝑿𝒘
𝟐
+ 𝜆 𝒘 2

– 係数があまりに大きくならないようにしている

Lasso回帰

– 最小にすべき目的関数にペナルティ 𝜆 𝑤 1（L1ノルム）を
付加

𝐸 𝒘 = 𝒚 − ෩𝑿𝒘
𝟐
+ 𝜆 𝑤 1

– ここで 𝑤 1 = σ𝑖=1
𝑑 𝑤𝑖

– 係数があまりに大きくならないようにしている
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線形回帰とRidge回帰の比較
• Boston house prices dataset

• 目的変数：ボストン近郊の住宅
地の住宅価格の中央値

• 説明変数：犯罪率、固定資産税
率、生徒教師比率等13の特徴
量と、13から2つの特徴量を重
複を許して選んだ組み合わせ91
の合計104の特徴量

• サンプル数506
• 379を訓練データにする
• 127をテストデータにする

• 訓練データを用いて104の説明
変数の重みを求めて、テスト
データで推定する

(Linear) Training set score: 0.95

(Linear) Test set score: 0.61

(Ridge) Training set score: 0.89

(Ridge) Test set score: 0.75

Ridge回帰は係数の大きさにペナルティを与えることで過剰適合を防ぐ

▼Ridgeは係数小さい
●Linearはどれも係数大きい

※データ出典：A. C. Muller et al. mglearn.datasets

Ridgeの方がテスト
のscoreが高くなる
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SVM

教師あり学習（分類／回帰）
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サポートベクターマシン（SVM）

教師あり学習のひとつ

– 分類もしくは回帰に利用可能

SVMの種類

– ハードマージンSVM
• 各クラスのデータが分類境界からなるべく離れるように分類境界を定める

– ソフトマージンSVM
• 線形分離できない場合に、スラック変数𝝃を導入して、分類境界で分離できない

データを許容する
– カーネルSVM

• カーネル法によって入力データをより高次元の特徴空間に写像し、特徴空間上
で線形分離することで、実空間での非線形分離を可能にする

– SV回帰
• SVMを回帰問題へ応用したもの

SVMの実装

– Rのkernlabパッケージなどで実装されている
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ハードマージンSVM

マージン大マージン小

それぞれのクラスのデータが分類境界からなるべく離れる（マージンを最大化
する）ように分類境界を定める

収束前 収束後

サポートベクトル：分類境界に最も近いサンプル
マージン：サポートベクトルと分類境界の距離

※データ出典：A. C. Muller et al. mglearn.datasetsを改変
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マージン最大化による分類境界の導出(1/3)

※データ出典：A. C. Muller et al. mglearn.datasetsを改変

サポートベクトル𝒙+

サポートベクトル𝒙−

𝒘𝑇𝒙 + 𝑏 = 0

分類境界

Maximize
𝒘,𝑏

min
𝑖

𝑡𝑖(𝒘
𝑇𝒙𝑖 + 𝑏)

|𝒘|

𝑡𝑖 = ቊ
1 (𝒙𝑖 ∈ 𝐾1)
−1 (𝒙𝑖 ∈ 𝐾2)

なるラベル変数𝑡𝑖を導入すると，

𝐾1

𝐾2
𝐾2

𝐾1

𝒘𝑇𝒙𝒊 + 𝑏 > 0

𝒘𝑇𝒙𝒊 + 𝑏 < 0

任意の点𝒙𝑖と分類境界平面との距離は
𝑡𝑖(𝒘

𝑇𝒙𝑖 + 𝑏)

|𝒘|
と表される．これより，マージン最大化は
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マージン最大化による分類境界の導出(2/3)

今、min
𝑖

𝑡𝑖(𝒘
𝑇𝒙𝑖 + 𝑏) = 1 の場合だけ考えればよい．これより最適化の式は，

Subject to 𝑡𝑖(𝒘
𝑇𝒙𝒊 + 𝑏) ≥ 1 (𝑖 = 1,2,⋯ , 𝑛)

Maximize
𝒘,𝑏

min
𝑖

𝑡𝑖(𝒘
𝑇𝒙𝑖 + 𝑏)

|𝒘|
= Maximize

𝒘,𝑏

1

|𝒘|
min
𝑖
𝑡𝑖(𝒘

𝑇𝒙𝑖 + 𝑏)

Maximize
𝒘,𝑏

1

|𝒘|

さらに簡単化して，

Subject to 𝑡𝑖(𝒘
𝑇𝒙𝒊 + 𝑏) ≥ 1 (𝑖 = 1,2,⋯ , 𝑛)Minimize

𝒘,𝑏

1

2
𝒘 2

𝐿 𝑏,𝒘, 𝒂 =
1

2
𝒘 2 −

𝑖=1

𝑛

𝑎𝑖{𝑡𝑖 𝒃 + 𝒘𝑻𝒙𝒊 − 1}

ラグランジュ未定乗数𝒂を導入して以下のラグランジュ関数を定義する

𝐿を𝑏, 𝑤で偏微分して0とおいたものを用いて𝐿を変形すると以下のような𝒂だけの関数になる

𝐿 𝒂 =

𝑖=1

𝑛

𝑎𝑖 −
1

2


𝑖=1

𝑛



𝑗=1

𝑛

𝑎𝑖𝑎𝑗𝑡𝑖𝑡𝑗𝒙𝑖
𝑇𝒙𝑗
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マージン最大化による分類境界の導出（3/3）

85

Maximize 𝐿 𝒂 =

𝑖=1

𝑛

𝑎𝑖 −
1

2


𝑖=1

𝑛



𝑗=1

𝑛

𝑎𝑖𝑎𝑗𝑡𝑖𝑡𝑗𝒙𝑖
𝑇𝒙𝑗

主問題であったマージン最大化問題は双対問題である以下の二次計画
問題に帰着される

Subject to 

𝑖=1

𝑛

𝑎𝑖𝑡𝑖 = 0

𝑎𝑖 ≥ 0 𝑎𝑖 𝑡𝑖 𝑏 + 𝒘𝑇𝒙𝑖 − 1 = 0

SVMのライブラリ内部では、このような双対問題を解くような実装が
なされている
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ソフトマージンSVM
• 線形分離できない場合に、スラック変数𝝃を導入して、分離境界で分
離できないデータを許容する方法

Subject to 𝑡𝑖 𝒘
𝑇𝒙𝒊 + 𝑏 ≥ 1 − 𝜉𝑖 (𝑖 = 1,2,⋯ , 𝑛)Minimize

𝒘,𝑏,𝝃

1

2
𝒘 2 + 𝐶

𝑖=1

𝑛

𝜉𝑖

𝜉𝑖 ≥ 0 (𝑖 = 1,2,⋯ , 𝑛)

𝒘𝑇𝒙 + 𝑏 = 1

𝒘𝑇𝒙 + 𝑏 = −1

𝒘𝑇𝒙 + 𝑏 = 0

𝜉𝛾

𝜉𝛽 𝜉𝛼

𝒙𝛼

𝒙𝛽

𝒙𝛾

𝜉𝑖 = 0

𝜉𝑖 = 0

C:小さい⇒大きい𝜉を許容
C:→ ∞ ⇒ 𝜉 = 0のみ許容（ハードマージン）
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SV回帰
• SVMの回帰問題への応用

Minimize
𝒘,𝑏

1

2
𝒘 2 + 𝐶

𝑖=1

𝑛

max{ 𝑦𝑖 − 𝒘𝑇𝒙𝑖 + 𝑏 − 𝜖, 0}

𝜖 > 0 ∶ 不感度係数

𝐶 > 0 ：正則化係数

𝒘𝑇𝒙 + 𝑏 = 0
(𝒙𝑖 , 𝑦𝑖)

𝒙𝑖

𝑦𝑖

ෝ𝑦𝑖

不感度：残差が𝜖以下の時は損失0

正則化：小さい⇒残差がもたらす損失に対して寛容

※カーネル法を用いれば非線形回帰も可能
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非線形SVM
入力データをより高次元の特徴空間に写像し、特徴空間上で線形分
離することで、実空間での非線形分離を可能にする方法

Maximize 𝐿 𝒂 =

𝑖=1

𝑛

𝑎𝑖 −
1

2


𝑖=1

𝑛



𝑗=1

𝑛

𝑎𝑖𝑎𝑗𝑡𝑖𝑡𝑗𝜙 𝒙𝑖
𝑇𝜙(𝒙𝑗)

𝒘𝑇𝜙(𝒙) + 𝑏 = 0

Subject to 

𝑖=1

𝑛

𝑎𝑖𝑡𝑖 = 0 𝑎𝑖 ≥ 0
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カーネル法

カーネル関数を使うことで、特徴空間における内積𝜙 𝒙𝑖
𝑇𝜙 𝒙𝑗 を明示的に

計算せずに、𝐾だけの評価で問題を解くことができる

特徴空間中の座標を計算しないことで計算量を抑えることができる

カーネル関数の一例

– RBFカーネル（Radial Basis Function kernel）

– 実データ 𝒙𝒊 と 𝒙𝑗の特徴空間における内積

𝐾 𝒙𝑖 , 𝒙𝑗 = exp −
𝒙𝑖 − 𝒙𝑗

2

2𝜎2

89

𝐿 𝒂 =

𝑖=1

𝑛

𝑎𝑖 −
1

2


𝑖=1

𝑛



𝑗=1

𝑛

𝑎𝑖𝑎𝑗𝑡𝑖𝑡𝑗𝐾(𝒙𝑖 , 𝒙𝑗)

𝜙 𝒙𝑖
𝑇𝜙 𝒙𝑗 = 𝐾(𝒙𝑖 , 𝒙𝑗) とおくと、目的関数は次のようになる

ここで𝐾はカーネル関数と呼ばれる
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演習：教師あり学習（回帰）演習ガイド参照

前処理済み
データ

訓練データ

検証データ

モデル

学習済み
モデル

1. データ分割
3. 学習：訓練データ（入出力の組）
をモデルに与えてパラメータ調整

4. 予測：検証データ（入力）を学
習済みモデルに与えて予測出力

2. モデル（アルゴリズム）選択

5. 評価：予測出力と検証データ
（出力）を比較して予測精度を評価

予測出力

元データ

0. 前処理

演習：Wine Qualityデータセットを利用
• 11種類の科学的特性に基づいて品質スコアを推定する機械学習モデルを構築
• 線形重回帰かSVMを採用
• 必要なら正規化・標準化等の前処理を実施
• 白ワイン4,898事例のデータを訓練データ3,750事例、検証データ1,148事例に分割
• 訓練データでモデルを訓練
• 検証データを学習済みモデルに与え、その予測精度を評価

機械学習モデル構築（演習）手順
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教師なし学習（次元削減）

1

第４章
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教師なし学習

出力に関するデータ（正解）が与えられていない

クラスタリングか次元圧縮を目的とする

– クラスタリング

•入力データに基づいてサンプルをいくつかのクラスタに
分類する

– 次元圧縮

•多種類の入力を少数種類の入力にまとめる

ex. 顧客の属性に基づいて顧客をいくつかのクラスタに分類する（クラスタリ
ング）、学生の複数科目の試験成績データに基づいて学生の能力を説明でき
る少数の変数を作る（次元圧縮）

2
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主成分分析（PCA）

教師なし学習（次元圧縮）

3
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多次元特徴量を次元縮約して
可視化が可能

※データ出典：sklearn.datasets.load_breast_cancer()

主成分分析の概要と事例

例：Breast cancer wisconsin

(diagnostic) dataset

• 腫瘍細胞569例のそれぞれに関
する直径や滑らかさ、対称性等30

の特徴量の測定値からなるデータ
セット

• 良性（benign）357例、悪性
（malignant）212例

• 30次元特徴空間は描画できない

• 主成分分析を行い30の特徴量を2

つの主成分に縮約して散布図を描
画

主成分分析：データの特徴を表現できる少数の合成変数を見出す手法
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主成分分析事例

例：Iris Species Dataset

• 3種類のアヤメsetosa 50、versicolor 50、virginica 50の各個体に関するSepal.Width, Sepal.Length, 

Petal.Width, Petal.Lengthの4つの特徴量の測定値からなるデータセット
• 任意の2変数で散布図を描画するが（左）、どの変数も3種類のアヤメを分離できるような変数ではない
• 主成分分析を行い、第1主成分（PC1）と第2主成分（PC2）の2変数で散布図を描画（右）すると、PC1は
それだけでも3種類のアヤメを分離できるような変数になっている

元の特徴量２つ
で描いた散布図

PC1とPC2で描
いた散布図

識別しやすい特徴の抽出
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主成分の見つけ方 -分散最大基準-

PC1
PC2

Feature 1

Feature 2

1. データの分散が最大となる方向を見つけ第1主成分とする
2. それに直交する方向で分散が最大となる方向を第2主成分とする
3. 次元数に至るまで繰り返す

• 特徴量が元々２つの場合、上図の黄色楕円のようにデータが分布している場合、
長軸方向が第1主成分、それに直交する方向が第2主成分となり完了

• 特徴量がd個の場合、d次元特徴空間において同様のことを行う
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主成分分析のアルゴリズムと実装

• データ行列に基づいて共分散行列Sを求める

• Sの固有値問題を解く
• S𝒗 = 𝜆𝒗

• 𝜆: 固有値、𝒗:固有ベクトル

• 固有値λは固有ベクトル𝒗方向に射影したデータの分散となっている

• 対応する固有値の大きい固有ベクトルから順に第1主成分、
第2主成分…となる

• 実装
• Rのprcompパッケージなどで利用可能

分散最大化問題は共分散行列
の固有値問題に帰着するため、
固有値問題を解けばよい
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共分散行列の固有値問題(1/2)

• 簡単のため1次元への射影を考える。射影先の単位ベクトルを𝒘1とすると

𝒘1
𝑇𝒘1 = 1である。データ 𝒙𝑖 𝑖=1

𝑛 の平均を ഥ𝒙 =
1

𝑛
σ𝑖=1
𝑛 𝒙𝑖 とする。

• データ点𝒙𝑖の𝒘1方向への射影は内積𝒘1 ⋅ 𝒙𝑖 = 𝒘1
𝑇𝒙𝑖 = 𝒙𝑖

𝑇𝒘1で表されるこ
とをふまえ、 𝒘1

𝑇𝒙𝑖 𝑖=1
𝑛 の平均を計算すると

1

𝑛


𝑖=1

𝑛

𝒘1
𝑇𝒙𝑖 =

1

𝑛
𝒘1
𝑇

𝑖=1

𝑛

𝒙𝑖 = 𝒘1
𝑇ഥ𝒙

• したがって 𝒘1
𝑇𝒙𝑖 𝑖=1

𝑛 の分散は

1

𝑛


𝑖=1

𝑛

𝒘1
𝑇𝒙𝑖 −𝒘1

𝑇ഥ𝒙
2
=
1

𝑛


𝑖=1

𝑛

𝒘1
𝑇 𝒙𝑖 − ഥ𝒙 { 𝒙𝑖 − ഥ𝒙 𝑇𝒘1}

= 𝒘1
𝑇
1

𝑛


𝑖=1

𝑛

𝒙𝑖 − ഥ𝒙 𝒙𝑖 − ഥ𝒙 𝑇 𝒘1

分散最大化問題は共分散行列の固有値問題に帰着する
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共分散行列の固有値問題（2/2）
ここで、

1

𝑛
σ𝑖=1
𝑛 𝒙𝑖 − ഥ𝒙 𝒙𝑖 − ഥ𝒙 𝑇は𝒙𝑖の共分散行列であり、Sとおく。Sは(𝑑, 𝑑)

行列で、解くべき問題は次の最適化問題になる

𝒘1
𝑇𝒘 = 1の条件の下 𝒘1

𝑇S𝒘1を最大化する

ラグランジュ未定乗数法で解くため以下の関数𝜙を考える
𝜙 𝒘1, 𝜆1 = 𝒘1

𝑇S𝒘1 − 𝜆1(𝒘1
𝑇𝒘1 − 1)

𝜕𝜙

𝜕𝒘1
= 2S𝒘1 − 2𝜆1𝒘1 = 0より

S𝒘1 = 𝜆1𝒘1

𝜆1はSの固有値である。また、このとき

𝒘1
𝑇S𝒘1 = 𝒘1

𝑇𝜆1𝒘1 = 𝜆1

であるため、分散は固有値に一致し、分散最大化問題は最大固有値を求める問
題に帰着した
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Rの主成分分析で得られるデータの構造

事
例
数
n

特徴量 (d)

pca$scale

scale.=T のとき
特徴量毎の標準偏差

𝒙𝑖 − ഥ𝒙 𝑇

Sepal.

Length

Sepal.

Width

Petal.

Length

Petal.

Width

scale(iris[,1:4])

中心化後の
データ行列

𝒘1

主成分 (d)

pca$rotation

負荷量行列

PC1 PC2 PC3 PC4

特
徴
量
d

第1固有ベクトル

pca$sdev

主成分毎の標準偏差
（各固有値の平方根）

pca$x

主成分スコア

主成分 (d)

PC1 PC2 PC3 PC4

𝒙𝑖 − ഥ𝒙 𝑇𝒘1

第1固有値の平方根

主成分スコアpca$xで
散布図を描けば
可視化できる

事
例
数
n

pca <- prcomp(iris[ ,1:4])

を例として
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累積寄与率等

summary(pca)で以下の情報が得られる

• Standard deviation

• 各主成分の標準偏差

• Proportion of Variance（寄与率）
• 各主成分の固有値（分散）をその総和でわったもの

• Cumulative Proportion（累積寄与率）
• 第1主成分から当該主成分までの寄与率の和

累積寄与率から、どの主成分まで採用すれば
全体の分散を十分に説明できるか判断する
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教師なし学習（次元削減）

12
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教師なし学習

出力に関するデータ（正解）が与えられていない

クラスタリングか次元圧縮を目的とする

– クラスタリング

•入力データに基づいてサンプルをいくつかのクラスタに
分類する

– 次元圧縮

•多種類の入力を少数種類の入力にまとめる

ex. 顧客の属性に基づいて顧客をいくつかのクラスタに分類する（クラスタリ
ング）、学生の複数科目の試験成績データに基づいて学生の能力を説明でき
る少数の変数を作る（次元圧縮）

13
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主成分分析（PCA）

教師なし学習（次元圧縮）

14
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多次元特徴量を次元縮約して
可視化が可能

※データ出典：sklearn.datasets.load_breast_cancer()

主成分分析の概要と事例

例：Breast cancer wisconsin

(diagnostic) dataset

• 腫瘍細胞569例のそれぞれに関
する直径や滑らかさ、対称性等30

の特徴量の測定値からなるデータ
セット

• 良性（benign）357例、悪性
（malignant）212例

• 30次元特徴空間は描画できない

• 主成分分析を行い30の特徴量を2

つの主成分に縮約して散布図を描
画

主成分分析：データの特徴を表現できる少数の合成変数を見出す手法
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主成分分析事例

例：Iris Species Dataset

• 3種類のアヤメsetosa 50、versicolor 50、virginica 50の各個体に関するSepal.Width, Sepal.Length, 

Petal.Width, Petal.Lengthの4つの特徴量の測定値からなるデータセット
• 任意の2変数で散布図を描画するが（左）、どの変数も3種類のアヤメを分離できるような変数ではない
• 主成分分析を行い、第1主成分（PC1）と第2主成分（PC2）の2変数で散布図を描画（右）すると、PC1は
それだけでも3種類のアヤメを分離できるような変数になっている

元の特徴量２つ
で描いた散布図

PC1とPC2で描
いた散布図

識別しやすい特徴の抽出
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主成分の見つけ方 -分散最大基準-

PC1
PC2

Feature 1

Feature 2

1. データの分散が最大となる方向を見つけ第1主成分とする
2. それに直交する方向で分散が最大となる方向を第2主成分とする
3. 次元数に至るまで繰り返す

• 特徴量が元々２つの場合、上図の黄色楕円のようにデータが分布している場合、
長軸方向が第1主成分、それに直交する方向が第2主成分となり完了

• 特徴量がn個の場合、n次元特徴空間において同様のことを行う
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主成分分析のアルゴリズムと実装

• データ行列に基づいて共分散行列Sを求める

• Sの固有値問題を解く
• S𝒗 = 𝜆𝒗

• 𝜆: 固有値、𝒗:固有ベクトル

• 固有値λは固有ベクトル𝒗方向に射影したデータの分散となっている

• 対応する固有値の大きい固有ベクトルから順に第1主成分、
第2主成分…となる

• 実装
• Rのprcompパッケージなどで利用可能

分散最大化問題は共分散行列
の固有値問題に帰着するため、
固有値問題を解けばよい
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共分散行列の固有値問題(1/2)

• 簡単のため1次元への射影を考える。射影先の単位ベクトルを𝒘1とすると
𝒘1
𝑇𝒘1 = 1である。データ 𝒙𝑖 𝑖=1

𝑛 の平均を ഥ𝒙 =
1

𝑛
σ𝑖=1
𝑛 𝒙𝑖 とする。

• データ点𝒙𝑖の𝒘1方向への射影は内積𝒘1 ⋅ 𝒙𝑖 = 𝒘1
𝑇𝒙𝑖 = 𝒙𝑖

𝑇𝒘1で表されること
をふまえ、 𝒘1

𝑇𝒙𝑖 𝑖=1
𝑛 の平均を計算すると

1

𝑛


𝑖=1

𝑛

𝒘1
𝑇𝒙𝑖 =

1

𝑛
𝒘1
𝑇

𝑖=1

𝑛

𝒙𝑖 = 𝒘1
𝑇ഥ𝒙

• したがって 𝒘1
𝑇𝒙𝑖 𝑖=1

𝑛 の分散は

1

𝑛


𝑖=1

𝑛

𝒘1
𝑇𝒙𝑖 −𝒘1

𝑇ഥ𝒙
2
=
1

𝑛


𝑖=1

𝑛

𝒘1
𝑇 𝒙𝑖 − ഥ𝒙 { 𝒙𝑖 − ഥ𝒙 𝑇𝒘1}

= 𝒘1
𝑇
1

𝑛


𝑖=1

𝑛

𝒙𝑖 − ഥ𝒙 𝒙𝑖 − ഥ𝒙 𝑇 𝒘1

分散最大化問題は共分散行列の固有値問題に帰着する
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共分散行列の固有値問題（2/2）
ここで、

1

𝑛
σ𝑖=1
𝑛 𝒙𝑖 − ഥ𝒙 𝒙𝑖 − ഥ𝒙 𝑇は𝒙𝑖の共分散行列であり、Sとおく。Sは(𝑑, 𝑑)

行列で、解くべき問題は次の最適化問題になる

𝒘1
𝑇𝒘 = 1の条件の下 𝒘1

𝑇S𝒘1を最大化する

ラグランジュ未定乗数法で解くため以下の関数𝜙を考える

𝜙 𝒘1, 𝜆1 =
1

2
𝒘1
𝑇S𝒘1 − 𝜆1(𝒘1

𝑇𝒘1 − 1)

𝜕𝜙

𝜕𝒘1
= S𝒘1 − 𝜆1𝒘1 = 0より

S𝒘1 = 𝜆1𝒘1

𝜆1はSの固有値である。また、このとき

𝒘1
𝑇S𝒘1 = 𝒘1

𝑇𝜆1𝒘1 = 𝜆1

であるため、分散は固有値に一致し、分散最大化問題は最大固有値を求める問
題に帰着した
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Rの主成分分析で得られるデータの構造

事
例
数
n

特徴量 (d)

pca$scale

scale.=T のとき
特徴量毎の標準偏差

𝒙𝑖 − ഥ𝒙 𝑇

Sepal.

Length

Sepal.

Width

Petal.

Length

Petal.

Width

scale(iris[,1:4])

中心化後の
データ行列

𝒘1

主成分 (d)

pca$rotation

負荷量行列

PC1 PC2 PC3 PC4

特
徴
量
d

第1固有ベクトル

pca$sdev

主成分毎の標準偏差
（各固有値の平方根）

pca$x

主成分スコア

主成分 (d)

PC1 PC2 PC3 PC4

𝒙𝑖 − ഥ𝒙 𝑇𝒘1

第1固有値の平方根

主成分スコアpca$xで
散布図を描けば
可視化できる

事
例
数
n

pca <- prcomp(iris[ ,1:4])

を例として
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累積寄与率等

summary(pca)で以下の情報が得られる

• Standard deviation

• 各主成分の標準偏差

• Proportion of Variance（寄与率）
• 各主成分の固有値（分散）をその総和でわったもの

• Cumulative Proportion（累積寄与率）
• 第1主成分から当該主成分までの寄与率の和

累積寄与率から、どの主成分まで採用すれば
全体の分散を十分に説明できるか判断する
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教師なし学習
（クラスタリング）

23
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クラスタリング（Clustering）

教師なし学習

データを類似性の高いグループに分ける

– ex. 顧客を収入や借入でグループに分ける，学生を成績や
出席率によってグループに分ける等

クラスタリングのアルゴリズム

– k-平均法

– 自己組織化マップ

24



- 25 -

Computer Software Association of Japan 

k-平均法の概要と事例

教師なし学習

特徴空間において距離が近いデータを同じクラスタとみなし、k個のクラスタ
を見出す手法

25
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k-平均法のアルゴリズム(1/2)

Feature 1

Feature 2

Feature 1

Feature 2

Feature 1

Feature 2

Feature 1

Feature 2

1. k個の点を訓練データセットから無作為に選ぶ
（初期クラスタ中心）

2. データ点毎に、クラスタ中心との距離を求め最も
近いクラスタに割り振る

3. クラスタ毎に、その時点で含まれる点から重心
を求め、新たなクラスタ中心とする

4. データ点毎に新たなクラスタ中心との距離を求
め改めて割り振る

1 2

3 4

出典：Brett Lantz: 「Rによる機械学習」
翔泳社（2017）を基に鈴木作成
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k-平均法のアルゴリズム(2/2)

Feature 1

Feature 2

Feature 1

Feature 2

Feature 1

Feature 2

Feature 1

Feature 2

5. クラスタ毎に、その時点で含まれる点から重心
を求め、新たなクラスタ中心とする

6. データ点毎に、クラスタ中心との距離を求め最も
近いクラスタに割り振る

7. クラスタ毎に、その時点で含まれる点から重心
を求め、新たなクラスタ中心とする

8.新たな割り振りが生じないため終了

5 6

7 8

出典：Brett Lantz: 「Rによる機械学習」
翔泳社（2017）を基に鈴木作成
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k-平均法のアルゴリズム
1. クラスタ中心の初期設定

– クラスタの中心となるk個の点を訓練データセットから無作為に
選んで決める

2. データ点を最も近いクラスタへ割り振り

– 各データ点について、クラスタ中心との距離を計算し、最も近い
クラスタ中心を持つクラスタに割り振る

3. クラスタ中心の更新

– クラスタ毎に、その時点で当該クラスタに含まれるすべての点か
ら重心を求め、新たなクラスタ中心とする

4. Step.2とStep.3の繰り返し

– クラスタ中心の更新にともない、所属クラスタが変わるデータ点
が現れうる。Step.2 で各データ点について、新たなクラスタ中
心との距離を計算し、最も近いクラスタへ改めて割り振る。割り
振りに変化がない場合終了する

28
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k-平均法適用上の注意(1/2)
初期クラスタ中心を無作為に選ぶため、結果が異なることがある

– 特徴空間全体から無作為な点を選ぶ方法、初期中心を選ばずにいきなり各
インスタンスにクラスタを割りあてる方法などもあるが、各方法に依存し
たバイアスがある

距離関数を用いるため、事前にデータの正規化や標準化が必要である

– ユークリッド距離を用いることが多いが、マンハッタン距離やミンコフス
キー距離を用いることもある

クラスタ数kは分析者が決める必要がある

– いくつに分けるのが自然か、いくつに分けたいかで決める

– データに関する事前知識が無く目安が欲しい場合は𝑘 =
𝑛

2
とする方法もあ

る

– 𝑘を増やしながらクラスタリングを試行し、グループ内の同質性の増加が鈍
くなる𝑘を採用する方法（elbow法）もあるが計算量過多

29
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k-平均法適用上の注意(2/2)

※データ出典：A. C. Muller et al. mglearn.datasets

適用可能なデータ
（丸い形状）

適用失敗するデータ
（複雑な形状）

• 各データ点は各クラスタ中心との距離に基づき、最も近いクラスタに割り当て
られるため、複雑な形状のデータではクラスタリングに失敗する
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自己組織化マップ（SOM）

教師なし学習（次元削減）

2020/6/1 能力開発論（鈴木）第7回 31
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自己組織化マップ（SOM）の概要と例

• タスク事例
– 11種類の科学的特性データであらわされる赤ワ
イン1,599品種を二次元平面上に可視化したい

– 品質スコア（0から10の11段階）は学習に用いな
い（教師なし学習）

• 手法：SOM
– 11次元特徴空間の1点となるひとつの品種は、2
次元に並んだ10×10の出力ユニットのいずれか
に対応付けられる

– 黒丸は出力ユニット、中の小さい点ひとつがひと
つの品種を表している

– 科学的特性が互いに似ている品種は同じ出力ユ
ニットか近くの出力ユニットに描画されることにな
るため、品種間の類似性の検討等に活用できる

• 結果の妥当性確認
– 各品種の品質スコアを色で表現したところ、同じ
色が同一か近傍のユニットに配置されている

高次元の特徴空間にあるインスタンスを2次元平面上に表現する手法

https://archive.ics.uci.edu/ml/datasets/Wine+Quality

赤ワインデータを正規化したものに対してKohonenを利用

https://archive.ics.uci.edu/ml/datasets/Wine+Quality
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自己組織化マップのアルゴリズム

1. 入力ベクトル𝒙と最も近い重みベクト
ル𝒎𝑖を持つ出力ユニット𝑐を勝者と
する

𝑐 = argmin
𝑖

|𝒙 −𝒎𝑖|

2. 勝者ユニットやその近傍ユニットの
重みベクトルを入力ベクトルに近付
ける

𝚫𝒎𝒊 = 𝒎𝑖 + 𝛼 ℎ𝑐𝑖(𝒙 −𝒎𝑖)

ℎ𝑐𝑖 = exp(−
𝒓𝑐 − 𝒓𝑖

2

2𝜎2
)

𝛼は学習定数、ℎ𝑐𝑖は近傍関数（近傍ほ
ど大きく、離れるほど小さい）

3. 入力ベクトルを更新して繰り返す

𝑥1 𝑥2 𝑥𝑑

𝑖

𝒙

𝒎𝒊 𝑚𝑖1 𝑚𝑖2 𝑚𝑖𝑑

入力層（d個のユニットからなる）

出力層（ 多数のユニットが二次元状に配置される）

入力層と出力層の間は全結合

Rのsomパッケージ、kohonenパッケージなどで実装されている
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従来法による画像・映像処理

第５章
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今回の内容

• Google ColabによるOpenCV画像処理

• CondaによるPython環境構築

• 実機によるOpenCV画像処理

- 2 -
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OpenCV

• 1999年よりIntelが開発している画像・映像処理ライブ
ラリ

• Colabではプリインストール済み。Python環境では追加
でインストールが必要

• BSDライセンスによるオープンソース

• 色変換、エッジ抽出、モザイク加工などの基本的なこ
とから、顔や物体の検出、ラベリング、姿勢推定など
様々な処理が可能

• チュートリアルも非常に豊富：
https://docs.opencv.org/master/d9/df8/tutorial_root.html

- 3 -

https://docs.opencv.org/master/d9/df8/tutorial_root.html
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Google ColabによるOpenCV画像処理

演習ファイルのColabフォルダ内をすべてColabにコピー

• Google Driveのマウント

• 画像の表示、回転、ぼかし、モザイク

• 顔や人の認識、猫の認識

• Webカメラの利用

- 4 -
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ColabでのGoogle Driveのマウント

• 次のコードを実行し、認証コードを取得・入力

- 5 -

from google.colab import drive

drive.mount('/content/drive')

クリックし、承認する

発行された認証コードをここに入力
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Google DriveとGoogle Colabのファイル

• 特にパスを指定しなければColabのVM上にファイルは
保存

• パスを指定することで、DriveとColabに分けて保存可能

• もちろんColabに保存すると12時間後には消滅

• Colab: /content

• Drive: /content/drive/My drive

- 6 -

/content drive My drive
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OpenCVによる画像識別

- 7 -

• ハール(Haar)特徴量にもとづくCascade 識別器を使用

• P. Viola (2001)によるオブジェクト検出の研究とR. Lienhart
(2002)による改良がベースになっている

• 白と黒で構成される矩形を画像に適用し、対象画像の特徴
量を作成する

• 例えば顔画像は、目の領域の画素は周辺よりも暗い、口の
領域の画素が周辺より明るい、などの特徴が得られる

• 顔、目、正面、上半身、下半身、笑顔、などの識別器が
OpenCVで使用できる

Sample face detection from, Paul Viola and Michael J. Jones, "Rapid 
Object Detection using a Boosted Cascade of Simple Features", IEEE 
CVPR, 2001.
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CondaによるPython環境構築

• 別紙参照

• Minicondaをインストールし、Python環境を構築する

• Minicondaは、任意のバージョンのPython環境を構築でき
る一種の仮想実行環境

• Anaconda > Conda > Minicondaの順番でパッケージが大き
いが、最低限の用途ならMinicondaがコンパクトで良い

• Minicondaをインストールし、Python環境を構築、必要な
パッケージをpipコマンドでインストールする

- 8 -
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PC上でのPythonの利用(Miniconda)

• Anaconda Promptから、conda activate <環境名>

• プロンプトが (base) から (環境名) となったこと
を確認できたら、python <スクリプト> で実行

• 遠隔受講でPythonからWebカメラを使用する場合は、
必ずZoomのカメラをOFFにすること

- 9 -
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PCで実行するファイル

開始前に、Colabフォルダ前のmodelフォルダをそのまま
PC内にコピーしておく

• 画像表示：image1.py, image2.py, image3.py
• image1.py: システムの関連付けで表示

• image2.py: Matplotlibで表示

• image3.py: OpenCVで表示

• Webカメラ(モザイク、エッジ)：webcam.py

• 顔と目の検出(Webcam)：face_eye.py

• 顔領域の書き出し(Webcam)：face_file.py

• 人間検出(Webcam)：person.py

• 動体検出(Webcam)：detect.py

- 10 -
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OpenCVによる人間の検出

• HoG特徴量＋SVMによる識別器

• 顔はだいたい誰も明暗差が変わらないが、人間全体だ
と服装によって明暗差が異なるため、輪郭情報を主に
使用する

• HoG特徴量は、画像の輝度の勾配を主にパラメータと
して用いる

• 複数人の検出も可能だが、精度はそれほどよくない＆
かなり処理が重い

• getDaimlerPeopleDetectorとgetDefaultPeopleDetectorの2
つの処理方法があり、ソースによってどちらが向いて
いるか若干異なる

- 11 -
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OpenCVによる動体検出

• Webカメラからの入力のうち、動いている部分を検出

• フレーム間差分を計算し、差が大きいところが動いて
いる部分になる

• 参考：
https://ensekitt.hatenablog.com/entry/2018/06/11/200000

- 12 -

https://ensekitt.hatenablog.com/entry/2018/06/11/200000
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参考：自分で識別器を作成

• 一種の教師あり学習

• 正解画像と不正解画像を用意し、モデルを構築

例：

• https://premium.aidemy.net/magazine/entry/2018/05/21/2
10100

• https://qiita.com/penstood/items/97421a91d3f4075d39a4

- 13 -

https://premium.aidemy.net/magazine/entry/2018/05/21/210100
https://qiita.com/penstood/items/97421a91d3f4075d39a4


- 1 -

Computer Software Association of Japan 

CNN
（Convolutional Neural Network)

と画像の水増し
（Image Augmentation）

第６章
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Convolutional Neural Network (CNN)
の基礎知識

 CNNの一般的な構造

 画像データの処理

➢ 畳み込み（Convolution）

➢ プーリング（Pooling）（Subsamplingの一種）

https://en.wikipedia.org/wiki/Convolutional_neural_network
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画像情報の弱点

ニューラルネットワークへの入力は1次元の形にするため、2次元の画像情報
が1次元になってしまう → 画像の特徴が失われる

特徴を活かす形で入力できないといけない → 解決策の1つがCNN
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畳み込み（Convolution）

 画像に小さなフィルターをかけ、その値をピクセル値として新たな画像を
生成する

 参考：
https://ja.wikipedia.org/wiki/%E7%95%B3%E3%81%BF%E8%BE
%BC%E3%81%BF (Wikipedia: 畳み込み)

 フィルターの重みを学習によって変化させることで、特徴を表す画像を生
成する

畳み込みで生成された特徴画像は特徴マップとも呼ばれる

 後述するパディング、ストライドの大きさによって生成される画像のサイ
ズが異なる
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1 0 1
0 1 0
0 0 1

1 0 1 1 0 0
0 1 0 0 1 0
1 0 1 0 0 1

1 1 1 0 0 1 1 0 0 1 4 3 4 2 3
0 1 1 1 0 0 1 0 0 0 2 4 4 3 3
0 0 1 1 1 0 1 1 0 1 2 3 5 3 4

0 0 1 1 1 0 1 2 4 4 3 3

0 0 1 1 1 0 1 1 0 1 4 3 4 2 3
0 1 1 1 0 0 1 0 0 0
1 1 1 0 0 1 1 0 0 1

畳み込み（Convolution）
 入力データに対してフィルターをかけることで、特徴マップを作成
する

 例：カーネルサイズ：3×3、ストライド：横1、縦1

フィルター

入力画像 特徴マップ

学習によって重みが変わる

フィルターの重みによって
出力が変わる

7_1_画像の畳み込みとプーリング.ipynbを参照
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プーリング（Pooling）

 サブサンプリングの一種

 ある領域ごとに代表値を求め、その値をピクセル値として新たに画像を生
成する

 結果として画像サイズが小さくなる（解像度が低くなる）

➢ Max pooling：最大値を代表値とする

➢ Average pooling：平均値を代表値とする

➢ Sum pooling：合計値を代表値とする

 解像度が低くなることで、特徴の位置の多少のずれに頑健になる

 領域の大きさによって、縮小率が変わる

➢ 領域が2×2、ストライド（後述）が2の場合、サイズは縦1/2、
横1/2の1/4になる。
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プーリング（Pooling）

 Max poolingの例

 ウィンドウサイズ（カーネルサイズ）：2×2

 ストライド：横2、縦2

4 3 4 2 3 2 4 4 3
2 4 4 3 3 3 4 5 4
2 3 5 3 4 3 4 4 5
2 4 4 3 3 4
4 3 4 2 3 5
1 2 2 1 2 3
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パディング（Padding）

 畳み込みを行うと、生成される画像サイズは、元の画像よりも小さくなる

 元の画像の外側を仮に何らかの値で埋め「ふち」をつくることで、生成さ
れる画像サイズを調整する

 0で「ふち」を埋めるゼロパディングが良く使われる

0 0 0 0 0 0 0 0 0
0 0
0 0
0 0
0 0
0 0
0 0
0 0
0 0 0 0 0 0 0 0 0

7×7 5×5

大きさ1の
ゼロパディング

（9×9）

カーネルサイズ3×3

ストライド横1、縦1で
畳み込み

7×7
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畳み込みの意義

 入力画像から目的にマッチした特徴量を学習によって生成する

畳み込みフィルターの重みを学習によって決定する

 中間層が全結合ではないので、計算量が少なくなる

https://en.wikipedia.org/wiki/Convolutional_neural_network

もし全結合にすると、入力画素数と特徴マップの画素数×特徴マップ数の結合が必要
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CNNとDNNの比較演習

7_2_MNIST分類.ipynbを参照

演習のねらい

• KerasによるCNNの基本的な実装

• DNNとCNNによる分類の精度比較
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精度の改善

CNNの表現力増加
– Convolution層やAffine層を深くする
– Convolution層の特徴マップ（OutMaps）数を増やす

– Affine層のOutput数を増やす
– KernelShape（フィルターサイズ）を小さくする

勾配消失の回避
– 層を深くすると勾配消失により誤差が小さくても精度が悪くなる
– 活性化関数をReLUにすると勾配損失を防ぐことがある

過剰適合の回避
– 層を増やしすぎない

– DropOut層を入れる（ランダムにノードを無効化し表現力を落
とす）

BatchNormalization層を入れる
– 一部の入力のみの影響が大きくなりすぎることを防ぐ
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自作データでの検証

7_3_自作手書き文字認識.ipynbを参照

演習のねらい

分類モデルが自作の手書き文字（準備されたデータ以外のデー
タ）でも分類できる汎用的な分類モデルであることを確認する

手書き数字データ

– 背景が黒で文字が白のグレイスケール画像

– サイズは28×28

画像データ作成

– ペイントソフトなどで文字を書く

• ひとまず今回はペイントソフトで文字を書きます

– 紙に書いた文字をスキャナやカメラで画像化する
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自作手書き画像の作成

ペイントを起動し、画像サイズを28x28に変更する

マウスで数字を書く（幅3px程度）

jpgとして保存したあと、GoogleDriveにアップロードする
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画像データの水増し(Image augmentation)

学習には、画像内の対象の差異がある大量の画像データが必要
対象の差異の種類（手書き数字の場合）

– 文字の形
– 画像内での位置
– 画像内での文字が閉める割合（サイズ）
– アスペクト比
– 回転、反転
– その他変形
– 明るさ、コントラスト、彩度

傾きやサイズ、アスペクト比などが学習データに無い場合、精度が落ちる

画像処理で生成できるものも多い
– 一つの画像に様々な画像処理を組合せて適用し、学習データを増やす
– 予測の安定性につながる
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Kerasによる画像の水増し

keras.preprocessing.image.ImageDataGeneratorの引数は次のとおり

– rotation_range:回転（degree）

– width_shift_range：横方向の移動（ピクセル）

– height_shift_range：縦方向の移動（ピクセル）

– shear_range：歪みの角度（degree）

– zoom_range：スケーリングの範囲（等倍=1.0）

– horizontal_flip：横方向反転（True or False）

– vertical_flip：縦方向反転（True or False）
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画像データ水増し演習（1）

7_4_画像の水増し.ipynbを参照

演習のねらい

• 基本的な画像処理により水増しされる画像が、どのような画
像になっているかを確認する

➢ パラメータを一つずつ変更して、画像処理による加工の様子を確認
する



- 17 -

Computer Software Association of Japan 

画像データ水増し演習（2）

7_5_ASL認識モデル.ipynbを参照

演習のねらい

データ水増しにより分類精度が上がるケースを体験する

CNNを改良して分類精度の向上を試みる
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画像データ水増し演習（2）での学習データについて

ブランク

ラベル：0 ラベル：1 ラベル：2 ラベル：3

• ASL画像データは下のような画像が、画像内の手の位置が少しずつ移動したり、
画像内での手の大きさが少しずつ異なる（カメラからの距離が変わる）ような
画像です。1種類につき3000枚ずつあります。

• 学習データはこれらの画像から10枚ずつ抜き出したものです。つまり、ある特
定の手の位置や手の大きさの10枚の画像と言うことになります。

• CNNによる分類では、対象の位置や大きさが異なれば、それは異なる画像とな
ります。

• 画像処理によって様々な位置や大きさの手の画像を作ることで、分類精度の向
上が期待できます。
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ニューラルネットワークによる
分析・分類

第７章
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単純パーセプトロン

入力と出力から成る最も基本的なニューロンモデル

入力Xに対して重みとバイアスを用いた計算により得られた値と教師データY
の誤差を計算し、誤差が小さくなるように重みとバイアスを更新して学習

単純パーセプトロンをKerasで構築し、分類を試みる

𝑦 = 𝑤1𝑥1 + 𝑤2𝑥2 + 𝑏
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準備するデータセット

 学習（訓練）用データセット

➢ トレーニングデータセット（Training data set）

➢ 入力と正解データのセット

 学習評価用データセット

➢ バリデーションデータセット（Validation data set）

➢ 入力と正解データのセット

➢ 学習（重みの更新）には使わないデータを評価として使う

➢ 汎化性能のチェック

 推測（予測）用データセット

➢ テストデータセット（Test data set、Prediction data set）

➢ 入力のみ
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演習

2種類のデータに対して分類を行う

線形分離可能な単純なデータ 線形分離不可能な入り組んだデータ
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演習前に

データをColabにインポートしておく

「データの読み込みと描画」の4行目でデータフォルダを設定

datadir = "/content/drive/My Drive/data/"

ソースのデフォルトはGoogle Driveに直接dataフォルダを置いた例となって
いるので、自分の環境に合わせて書き換える

最後に / を付け忘れないように
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Kerasの基本

model: ニューラルネットワークの定義

model.add: レイヤーの追加

model.compile: 定義したネットワークの構築

model.fit: ネットワークの学習

多くの場合、history = model.fit とし、学習結果をhistroyに保存しておいて
結果のプロットを行う

公式ドキュメント：https://keras.io/ja/

活性化関数、損失誤差については後述

ここではsigmoidとmean_squared_errorを使用

https://keras.io/ja/
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KerasとTensorflowの関係

本講座では、Kerasの書式によってTensorflowを使用する

もともとKerasは独立したライブラリであったが、近年Tensorflow内に取り
込まれた。ただし、その後も独立したライブラリとして存在している

Kerasはバックエンドとして、Tensorflowの他にTheano, CNTKといったラ
イブラリも使用できるが、ここではTensorflowのみを使用

純粋にTensorflowだけでニューラルネットワークを組む場合には、セッショ
ンという概念が必要になり、以下の記述が用いられるが、本講座ではこの書
式は使用しない

with tf.Session() as sess:
print(sess.run())
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線形分離可能なデータの結果

訓練データで学習し、評価用データで検証する

訓練データ 評価用データ
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線形分類しかできない

単純パーセプトロンによる入力、重み、バイアス、出力の式は

すなわち、単なる1次式、線形回帰、2値予測になる

複雑なデータに対しても、次のように無理矢理1次式で分類してしまう

そこで、中間層と非線形関数の導入（活性化関数）でこれを解決する

𝑦 = 𝑤𝑖𝑥𝑖 + 𝑏 → 𝑦 = 𝑎𝑥 + 𝑏
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他パラメータ

さらにバッチ数、エポック数というパラメータもある

学習用データをある程度のひとまとまりで学習するが、その数のこと

当然学習データ数より多くはできない。大抵2の乗数で設計

ある程度はバッチサイズがないと学習効果が出ない

全部で何回学習するかがエポック数。最初は少なめで傾向をつかむ

バッチサイズ バッチサイズ バッチサイズ

例) 学習用データ 60,000個
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結果をどう見るか

loss（損失）が極力小さく、accuracy（正確さ）が極力大きいのが望ましい

結果のグラフで現れるのはaccuracyなので、右肩上がりが望ましい

悪い例 良い例
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ロジスティック回帰

単純な線形分離のコードに対し、シグモイド関数を用いた活性化関数を追加
すると、ロジスティック回帰

ただし、入力層と出力層のみのモデルでは線形分類しかできない

そのため、多層構造に変更する
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DNN(Deep Neural Network)の演習

入出力含め6層のDNNを作成し、分類する

model.add で層を追加可能

256 128 64 8 出
力

入
力
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ネットワークの設計

Kerasは krs.Sequential()に追記する形で組み立てていく

model = krs.Sequential()

model.add(krs.layers.Dense(256, input_shape=(train_data.shape
[1],)))

model.add(krs.layers.Activation("tanh"))

この書式でも可

model.add(krs.layers.Dense(64, activation= "tanh"))

ニューラルネットワークの層の数 活性化関数

最初の入力

活性化関数
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使用するネットワーク

すべての層が全結合された、最も基本的なDeep Neural Network

入力は画素数そのもの、出力はラベル数。途中の層は適当に決めている

もちろん増えれば増えるほど精度は向上するが、計算が遅くなる

入力層 中間層 出力層

出力
入力

入力

2
層

2
5
6層

1層

重み

6
4
層

重み

1
2
8層

重み

8層

重み
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多次元データ分類

Kaggleの天気データを用いて、データの整形と分類を実施する

元データ

https://www.kaggle.com/selfishgene/historical-hourly-weather-data

ライセンス：Open Data Commons Open Database License

CC BY-SA とほぼ同様。共有、創作、翻案は自由。ただし、配布にはライセ
ンスの継承が必要

https://www.kaggle.com/selfishgene/historical-hourly-weather-data
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データ整形

NNに入力できるように天候データのうち、Denverの2017年データを整理

Humidity（湿度）, Pressure（気圧）,Temperature（気温）, 
Wind_direction（風向）, Wind_speed（風速）, Weather（天気）を抽出

天気はweather_description.csvに書かれていて34種類ある

これを4種類に分けておく 晴れ：0、曇り：1、雨：2、雪：3

天気例）

broken clouds,曇り

drizzle,霧雨

dust,降塵

few clouds,少し曇り

moderate rain,中くらいの雨

overcast clouds,陰気な雲

proximity shower rain,すぐ近くでにわか雨
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MNISTの分類

Mixed National Institute of Standards and Technology database

NY大学のYann LeCun教授らによる手書き文字DB

http://yann.lecun.com/exdb/mnist/

手書き文字を28x28で揃えたフォーマット

様々なエンジンでチュートリアルに用いられている

Kerasでは mnist.load_data() で自動的にダウンロードされ格納される

0 , 1, 1, 0, … , 0

入力時は28x28 = 784要素の配列
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MNISTデータの取り寄せ

基本的にKerasのチュートリアルやGithubにサンプルソースがある

MNISTデータの取り寄せはこの1行でOK

(x_train, y_train), (x_test, y_test) = mnist.load_data()

x_train : 学習用（訓練・教師用）データ

y_train : 学習用（訓練・教師用）ラベル

x_test : 検証用データ

y_test : 検証用ラベル

学習用データは60,000個、検証用データは10,000個



- 20 -

Computer Software Association of Japan 

MNISTの中味

x_trainは多次元リスト

x_train[0]が数字の5, x_train[1]が数字の0 と、それぞれ28x28の画素
データ
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実際の中味は……

0-255の数値データ

[[  0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0   0   0   0   0   0   0   0 115 121 162 253 253 213   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0   0   0   0   0  63 107 170 251 252 252 252 252 250 214   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0  25 192 226 226 241 252 253 202 252 252 252 252 252 225   0   0   0   0   0   0]
[  0   0   0   0   0   0   0  68 223 252 252 252 252 252  39  19  39  65 224 252 252 183   0   0   0   0   0   0]
[  0   0   0   0   0   0   0 186 252 252 252 245 108  53   0   0   0 150 252 252 220  20   0   0   0   0   0   0]
[  0   0   0   0   0   0  70 242 252 252 222  59   0   0   0   0   0 178 252 252 141   0   0   0   0   0   0   0]
[  0   0   0   0   0   0 185 252 252 194  67   0   0   0   0  17  90 240 252 194  67   0   0   0   0   0   0   0]
[  0   0   0   0   0   0  83 205 190  24   0   0   0   0   0 121 252 252 209  24   0   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0   0   0   0   0   0   0  77 247 252 248 106   0   0   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0   0   0   0   0   0   0 253 252 252 102   0   0   0   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0   0   0   0   0   0 134 255 253 253  39   0   0   0   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0   0   0   0   0   6 183 253 252 107   2   0   0   0   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0   0   0   0  10 102 252 253 163  16   0   0   0   0   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0   0   0  13 168 252 252 110   2   0   0   0   0   0   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0   0   0  41 252 252 217   0   0   0   0   0   0   0   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0   0  40 155 252 214  31   0   0   0   0   0   0   0   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0   0 165 252 252 106   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0  43 179 252 150  39   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0 137 252 221  39   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0  67 252  79   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0]
[  0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0   0]]
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ニューラルネットワークに入力するには

画像を2次元構造のまま高度に扱う手法（畳み込み）があるが、これは次
回取り上げる

今回のような単純なDeep Neural Network(DNN)に入力するには、2次元
構造ではなく、1次元の必要がある

そのため、[28, 28]のデータを[784]の巨大なリストにしてしまう

x_train_in = x_train.reshape(mnist_num, 28*28)

配列の形を変えるのがNumpyのreshape
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正解ラベルの変換

正解ラベルもOne-hot形式に変換する必要がある

One-hot：正解が2 → [0, 0, 1, 0, 0, 0, 0, 0, 0, 0]

これはKerasの関数で1発変換

y_train_in = krs.utils.to_categorical(y_train, num_classes)

なぜこの形式が必要か

ニューラルネットワークでの分類問題は、あらかじめ設定されたラベルに対
する確率が出力される

例）[0, 0, 0.82, 0.04, 0, 0.1, 0.02, 0, 0.01, 0.01] → 一番確率が高い
のが2
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使用するネットワーク

すべての層が全結合された、最も基本的なDeep Neural Network

入力は画素数そのもの、出力はラベル数。途中の層は適当に決めている

もちろん増えれば増えるほど精度は向上するが、計算が遅くなる

入力層 中間層 出力層

出力

入力

入力

入力

7
8
4層

3
2層

1
6層

1
0層

重み 重み
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結果を良くするには

バッチサイズを増やす

ニューロンをもっと増やす

層自体を増やす

これをコピペしていけば層が増える

model.add(krs.layers.Dense(16, activation='relu'))
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重みデータの保存と読み込み

指定回数の学習を終えると、各層の間のパラメータ（重み）ができあがる

これを次のコードで保存

model.save("mnist_predict_model.h5", include_optimizer=True)

保存しておくことで、良い結果のパラメータを次のコードで読み込める

model = krs.models.load_model("mnist_predict_model.h5", compile
= True)

.h5はHDF5フォーマットのファイル

時系列データ保存用の標準フォーマットで、機械学習エンジンではほぼデ
ファクトスタンダートのファイル形式
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学習結果の検証

検証は、model.predictで行う ※検証用データをすべて引数で渡す

test_result = model.predict(x_test_in)

print(test_result[z])の結果は以下になるので

[0.08148291 0.1121015  0.10275728 0.10229278 0.09919951 
0.09352663 0.09991397 0.10545233 0.10157305 0.10170012]

Numpyのargmaxで最も大きい値のインデックスを調べると

result =np.argmax(test_result,1)

print(result[z])

1
でも悲惨な結果
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手書き文字で分類させてみる

この学習結果に、自分で書いた手書き文字を読ませてみる（用意済み）

手順は以下の通り

1. フォルダ内にpngファイルを格納し、Pythonで一括読み込み

2. OpenCVで画像ファイルを読み込む

3. Numpy配列に変換し、768個の1行配列にさらに直す

hand_image = images_tmp.reshape(filecount, 28*28)

predictions = model.predict(hand_image)

print(np.argmax(predictions,1))

でも悲惨な結果
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根本的にデータを直す

実はもっと効率的なやり方：データの正規化

何もしなければカラー画像として計算されている

もともとモノクロ画像、さらに計算上0-1の範囲の方がよい

値が大きくなると損失関数が発散したり振動したりしやすくなる

元データはintなのでfloatに変換し、255で割る

x_train_nr = x_train 他データに移す

x_test_nr = x_test
x_train_nr = x_train_nr.astype(‘float32’) 型変換

x_train_nr /= 255 255で割る

これでとても良い結果になる。データの前処理はとても大事！



Computer Software Association of Japan 

Inception-V3 ,CIFAR-10

第８章
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内容

• Inception-V3による画像判定

•無料の画像データセットCIFAR-10の分類を実施

•前回実施した全結合ネットワークDNNでの結果
と、畳み込みによるCNNでの結果を比較し、
CNNが画像に向いていることを確認

•前回と同じく、Keras/Tensorflowを使用

CIFAR-10 データ元：
https://www.cs.toronto.edu/~kriz/cifar.html

https://www.cs.toronto.edu/~kriz/cifar.html
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Inception-V3

• Google開発の画像判別器

• ImageNetから学習: http://www.image-net.org/

• Tensorflowに動作用のサンプルが付属（ただし
ver 1.x）

• CNNという手法によって学習
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実行してみよう

• 最初に学習済みデータを/tmp/imagenet以下にダウン
ロード

• 144行目のファイル名を任意のファイルに変更

Persian cat (score = 0.64804)
tabby, tabby cat (score = 0.00998)
paper towel (score = 0.00778)
Egyptian cat (score = 0.00749)
plastic bag (score = 0.00482)
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CIFAR-10をやってみる

1. CIFAR-10データの読み込みと内容チェック

2. CIFAR-10データの中味を見てみる

3. DNNで学習と推測

4. CNNで学習と推測

5. 何か他のデータで推測

6. CIFAR-100の紹介
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CIFAR-10の仕様

Canadian Institute For Advanced Research

• 10種類の分類、各画像は32x32

• 5万枚の学習用データ

• 1万枚の検証用データ

• MNISTと違ってカラー画像
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CIFAR-10データの取得

MNIST同様に、1行でOK

(x_train, y_train), (x_test, y_test) = cifar10.load_data()

※前回のMNIST

(x_train, y_train), (x_test, y_test) = mnist.load
_data()

x_train : 学習用（訓練・教師用）データ

y_train : 学習用（訓練・教師用）ラベル

x_test : 検証用データ

y_test : 検証用ラベル

学習用データは50,000個、検証用データは10,000個
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参考：CIFAR-100

• CIFAR-10の発展系

• 100種類の画像データベース

• 20種類のカテゴリ

• 各カテゴリに5種類のラベル

• 例）ラベル14: 人間

• カテゴリ内：baby, boy, girl, man, women



- 1 -

Computer Software Association of Japan 

データの加工と可視化

第９章
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データの加工で扱う内容(1)

データに関する知識

– ベクトル、行列、テンソル

– Machine readableなデータ

– 量的データ

– 質的データ

– 比例尺度、間隔尺度、順序尺度、名義尺度

– 離散データ、連続データ
数値データの前処理

– 欠損値、異常値、外れ値

– それぞれの対処
文字データの前処理

– 重複、誤記、表記ゆれ

– それぞれの対処（名寄せ）
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データの加工で扱う内容(2)

適切なグラフの使い方

– 棒、折れ線、円、帯、ヒストグラム、積み上げ棒、散布図

– データの読み込み

– グラフの作成

レコードデータの加工

– データ構造の加工

• 抽出、集約、結合、分割、生成、展開

– データ内容の加工

• 数値型、カテゴリ型、日時型、文字型
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データの加工で扱う内容(3)

マルチメディアデータの加工

– 画像データ

• 画像読み込みと表示

• 画像データの構造

• 輝度値の加工

• 輝度値標準化・正規化

• 輝度値の可視化（輝度値ヒストグラム）
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見出データの加工で扱う内容(4)

実データによる演習

– 可視化によるデータの理解

– 教師無し学習のためのデータ加工

– 教師あり学習のためのデータ加工
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スカラー、ベクトル、行列、テンソル

※数学的には厳密な定義があるが、あくまでプログラミングにおけるデータ構造として考える

スカラー：1つの数値

ベクトル：1次元配列として表現されるもの

行列：2次元配列として表現されるもの

テンソル：スカラー、ベクトル、行列の一般的な概念

– 配列の次元数はテンソルの階数と対応する

– 階数0：スカラー、階数1：ベクトル、階数2：行列

– 3次元配列として表されるものは階数3のテンソル
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Machine readableなデータ

総務省のオープンデータの定義

（地方公共団体のオープンデータの推進、https://www.soumu.go.jp/menu_seisaku/ictseisaku/ictriyou/opendata/）

– 営利目的、非営利目的を問わず二次利用可能なルールが適用されたもの

– 機械判読に適したもの

– 無償で利用できるもの

goo国語辞典の記述

– machine readable（機械可読）：データやコンテンツなどがデジタル化され

ており、機械やコンピューターで直接読み取って利用できる形式であること。

具体的には、一般的なアプリケーションソフトで利用可能なファイル形式や、

タグなどのマークアップによって構造化されたデータのこと、また画像・音

声・動画がデジタル化されていることなどを指す。機械可読。
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Machine readableとHuman 
readable

Machine readable

• レコードデータ

– csvやエクセルの表

• デジタル画像

– 行列として扱うことが可能

• その他、フォーマットが厳密に定義
されているデジタルデータ

Human readable

• 紙に書かれた数値やテキストなど

• アナログデータ

• pdf

• テキストが書かれた画像

• 構造化されていない数値やテキス
ト群
– 奥村晴彦, "「ネ申Excel」問題",情報教
育シンポジウム2013論文集, p.93-98

• デジタルデータでもMachine 

readableでないものもある
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機械学習の入力となるデータ

機械学習では、同一の形のテンソルとなるデータを入力とする

– ベクトルであれば、使うデータは全て同じ要素数のベクトル

– 行列であれば、全て同じ行数と列数の行列

例えば↓のような形のデータは使えない（要素数の異なるベクトル）

データ1：2,3,1,5,4

データ2：3,5,4

データ3：2,5,3,2
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量的データと質的データ

量的データ

– 個数や長さ、重さのような数量を表すもの

– 5個、10cm、2.5kg、15000円、100km/sなど

質的データ

– 性別や生物の種など、数量でない分類項目を表すもの

– 男/女、犬/猫/ネズミ、A/B/O/AB、大/中/小、など
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4つの尺度

名義尺度

– 単に分類するためにつけたラベル

順序尺度

– 順序には意味があるが、その間隔には意味がない数値を割り当てたもの

間隔尺度

– メモリが等間隔であるもの、または等間隔と仮定されているもの

比例尺度

– 原点（0）の決め方が決まっており、間隔と比率両方に意味があるもの

情報量としては、名義＜順序＜間隔＜比例

– 大は小を兼ねることができる

– 順序尺度で意味があるものは間隔尺度以上でも意味が有る

質的データ

量的データ
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名義尺度

プログラミングでは名義尺度のラベルとして整数を使うことが多い

– 2種類ならブーリアン型を使うこともある

– 0：猫、1：犬、2：ネズミ、3：コアラ、・・・など

区別するためだけに用いるため、等しいか等しくないかだけに意味がある

意味が有る統計量

– 度数、最頻値

意味が無い統計量

– 平均、分散、標準偏差など、ラベルの値を使った計算全般
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順序尺度

こちらもプログラミングではラベルとして数値を使うことが多い

– 1：1位、2：2位、3：3位、・・・など

大小の比較は可能だが、間隔や比率などの「どのくらい」には意味が無い

– 1位と0.5ゲーム差の2位と、1位と10ゲーム差の3位でも、データとし

てわかることは1位、2位、3位という順序だけ（ゲーム差は比例尺度）

意味が有る統計量

– 度数、最頻値、中央値

意味が無い統計量

– 平均、分散、標準偏差など、ラベルの値を使った計算全般

便宜的に順位などの値を

比例尺度のように扱うこともある
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間隔尺度

知能指数や摂氏温度、アンケート調査など

プログラミングでは整数型、実数型の数値データとして扱われる

意味が有る統計量

– 順序尺度で意味が有るもの、値の和と差、平均、分散など

意味が無い統計量

– 比率

– 数値データなので比率を計算できるように見えるが、その値に意味は無い

– 摂氏30℃は摂氏10℃より20℃暑いが、3倍暑いとは言えない

– アンケート調査

• 回答と値の割り当てによって比率は

一定ではない、差は一定

便宜的に値を

比例尺度のように

扱うこともある
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比例尺度

身長、体重、金額、絶対温度など

和差積商の計算がすべて意味のある値となる

全ての統計量が意味のあるものとして計算可能
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数値データの前処理

欠損値

– 値が無い状態

– コンピュータプログラムが実行時エラーを起こす

異常値

– 主に計測ミスや記録ミスによって起こるありえない値

• 正の値しかとらないのに負の値（データ範囲の異常）

• 部屋の温度の記録で3000℃（現実的でない値）

外れ値

– 明らかな異常とは判定できないが、他の値から大きく外れた値

– 実用上は、外れ値と異常値を区別できない場合もあるので注意が必要
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欠損値の対応

値の除去

– リストワイズ除去

– ペアワイズ除去

何らかの値で埋める

– 決められた値（平均値、中央値など）

• 欠損値を意味する何らかの値を使うこともある（0など）

– 前の行の値など、近傍の値

– k-近傍法での予測値

値の補間

– 線形補間

– スプライン補間

– その他の曲線による補間
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値の除去

A B C

1 0.3 3

3 0.1 4
4 8
5 0.4 3

A B C

1 0.3 3
3 0.1 4
5 0.4 3

A C

1 3
3 4
4 8
5 3

欠損値のあるデータ

リストワイズ除去
欠損値のある行そのものを
除去

ペアワイズ除去
目的に必要な列だけ抜き出した後、
リストワイズ除去



- 19 -

Computer Software Association of Japan 

値の補間

線形補間

• 線形（1次）多項式を使った補間

スプライン補間

• スプライン曲線を使った補間

https://ja.wikipedia.org/wiki/線形補間
https://ja.wikipedia.org/wiki/線形補間
Stamcose - 投稿者自身による作品, CC 表示-継承 3.0,

https://commons.wikimedia.org/w/index.php?curid=16560057による
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異常値の対応

値の修正が可能かどうかを検討する

– 数値の読み間違えなど

除去が可能かどうかを検討する

– 除去が可能であれば、対応は欠損値の対応に準ずる

異常値の対応には、対象と計測方法の知識が必要
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外れ値の対応

外れ値があると、正規化や予測モデルの構築に悪影響を与える

しかし、外れ値を除去することは、極端な値の状況を考慮しないことになる

慎重に除去が可能かどうかを検討する必要がある

外れ値の見極め

– データを可視化して、目視で見つけた外れ値を恣意的に除去する

– 正規分布を前提にして、平均値と標準偏差を使って見つける

• 平均値±定数×標準偏差

• 定数は3以上を使うことが多い

• 正規分布の場合、平均±3×標準偏差の範囲に約99.73%の値が収まる
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文字データの前処理

重複、誤記、表記ゆれデータはまとめる

表記ゆれ

– 異字体（斎藤、斉藤、齋藤、齊藤など）

– コンピュータとコンピューターなど

その他

– アルファベットや数字の全角文字と半角文字

– 空白文字（スペースとタブ）、区切り文字（, と ; など）

データの不整合性に対する対処をデータクレンジングと呼ぶ

人手で行う必要がある作業も多い
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pythonにおけるデータの読み込み

pandasによるcsvファイルの読み込み

– csv形式のレコードデータ

– 「09_1_データの読み込みと可視化.ipynb」を参照

読み込んだデータは、データフレーム型となる

– 形としてはいわゆる2次元配列

– 列ごとに異なるデータ型が可能

– numpyのarray形式は全て同じ型
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グラフの種類

「09_1_データの読み込みと可視化.ipynb」を参照

棒グラフ： pyplot.bar

折れ線グラフ：pyplot.plot

ヒストグラム：pyplot.hist

散布図：pyplot.scatter
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棒グラフ

pyplot.bar

主な引数

left (必須) 各棒の X 軸の数値

height (必須) 各棒の高さ

width 棒の太さ (デフォルト値: 0.8)

bottom 各棒の下側の余白。(積み上げ棒グラフを作るときに使用)

color 棒の色。

edgecolor 棒の枠線の色

linewidth 棒の枠線の太さ。

tick_label X 軸のラベル
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折れ線グラフ

pyplot.plot

主な引数
xdata (必須) X 軸方向の数値

ydata (必須) Y 軸方向の数値

linewidth 線の太さ

linestyle
線のスタイル。
solid（デフォルト）, dashed, dashdot, 
dotted

color 線の色

marker

マーカーの種類。
参考
https://matplotlib.org/api/markers_api.htm
l#module-matplotlib.markers

markersize マーカーの大きさ

markeredgewidth マーカーの枠線の太さ

markeredgecolor マーカーの枠線の色

markerfacecolor マーカーの塗りつぶしの色
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散布図

pyplot.scatter

主な引数

x, y グラフに出力するデータ

s サイズ (デフォルト: 20)

c 色、または、連続した色の値

marker マーカーの形 (デフォルト: ‘o’= 円)

cmap カラーマップ。c が float 型の場合のみ利用可能です。
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ヒストグラム

pyplot.hist

主な引数

x (必須) 度数分布ではない生データの配列。

bins 階級数。(デフォルト: 10)

range ビンの最小値と最大値を指定。(デフォルト: (x.min(), x.max()))

align
各棒の中心を X 軸目盛上のどの横位置で出力するか。
left, mid（デフォルト）, right

orientatio
n

棒の方向。
horizontal, vertical(デフォルト)

rwidth 各棒の幅を数値または、配列で指定。

color ヒストグラムの色。

label 凡例
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pandasによる欠損値処理

「09_2_レコードデータの加工.ipynb」を参照

欠損値の発見

– isnull()

欠損値の除去

– dropna()

欠損値の置換

– fillna()

– 直近の前の値

– 直近の後の値

– 特定の値
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Pandasによる異常値、外れ値処理

「09_2_レコードデータの加工.ipynb」を参照

異常値、外れ値の発見

– ソートしてグラフ描画し、目視で確認

– 平均値と標準偏差による切り分け

異常値、外れ値の除去

– 欠損値処理に準ずる
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レコードデータの加工

データ構造の加工

– 行や列に対して、抽出、集約、結合、分割を行うことで、入力データとし

て加工する

• 機械学習の入力データは、テンソルの形

– 取得できたデータをそのまま入力データにできないこともある

• 余分なデータが含まれる

• 複数ファイルに収められている

データ内容の加工

– 型変換

– 比例尺度から名義尺度・順序尺度へ（数値データからカテゴリデータへ）

– カテゴリデータの集約（細かいカテゴリから大まかなカテゴリへ）
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マルチメディアデータの加工

画像データ

– 画像データは、色チャンネル数を含めた3次元配列（3階テンソル）と

して扱われる

• グレースケール：1チャンネル

• カラー：3チャンネル

• 透過画像：4チャンネル（カラー＋アルファ）

音声データ

– 音声データは、波形データ（信号の強さの時系列データ）として扱わ

れる
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画像データの加工

「09_3_画像データの加工.ipynb」を参照

OpenCVによる画像データ加工

– 画像データはnumpyのarray形式のデータとして扱われる

– numpyによる数値操作が可能

– OpenCV独自の処理も可能

Jupyter notebook上でmatplotlibによる画像表示をする場合は、色チャンネ

ルの順番が逆になるので注意が必要
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輝度値の加工

画素値は0～255の整数

OpenCVで画像を読み込んだ時点では、uint8（符号なし8ビット整数）型

輝度値を操作して実数にする場合は、型変換しないと桁落ちする

numpyの値操作

– 配列全体を対象にした演算

– 要素の直接演算

– スライス記法による対象範囲の指定

– 平均や標準偏差の計算
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輝度値の正規化、標準化

画像の正規化（値を0～1の範囲にする）

– 画素値は0～255の範囲であるため、単純にそれぞれの画素値を255で

割る

画像の標準化

– 画像全体の画素値の平均と標準偏差を計算し、それぞれの画素値から

平均値を引いて標準偏差で割る
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輝度値の分布の可視化

輝度値ヒストグラム

– 0～255の画素値の数（画素値の度数分布）をヒストグラムにする

– 正規化や標準化した画像の場合でも、最小値～最大値の範囲で

bin（階級）数を256としたヒストグラムを作ると分布は変わらない

– 隣接画素の情報は持っていないが、画素値の分布は画像特徴量の一つ

– カラー画像の場合は、3つのチャンネル全体でヒストグラム化する場合

と、3つのヒストグラムを作成する場合がある。

– matplotlibのhistでヒストグラムを作成する場合、1つのベクトル（1次

元配列）が1つのデータ群であるため、2次元配列の場合は平坦化

（1次元配列化）する必要がある。
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実データによる演習

Kaggleのデータを使った演習

可視化によるデータの理解

– 必要に応じてMachine readableに加工し、グラフ化してデータの傾向を観

察する

教師無し学習のためのデータ加工

– Machine readableなデータに対して、欠損値処理、異常値処理を行い、機

械学習の入力となるテンソルの形に加工する

教師あり学習のためのデータ加工（今回はこちらを演習）

– テンソルの形のデータと教師データを作成し、学習用データと評価用デー

タに分割する
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Kaggleのデータを使った例（1）

Craft Beers Dataset

2K+ craft canned beers from the US and 500+ breweries in the United States.

https://www.kaggle.com/nickhould/craft-cans

「09_4_データ加工の例_beers.ipynb」を参照

データの内容と型

Unnamed: 0     int64 上から順のID

abv float64 アルコール度数 (Alcohol By Volume)

ibu float64 苦みの強さ (International Bitterness Unit

id              int64 ID（nameに対応）

name           object 銘柄

style         object ビールの種類（ラガー、エールなど）

brewery_id int64 醸造所ID

ounces        float64 一缶の量（オンス）

styleの分類がこのデータから可

能かを調べるための予備分析の
ようなことを行う
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Craft Beers Datasetの加工

◼ データ種類のチェック
– 数値データとして意味を持つものは3つ
– abv, ibu, ounces

◼ 欠損値のチェック
– 欠損値があるので欠損値処理を行う

◼ 外れ値のチェック
– 今回は外れ値無しとみなす

◼ 分類目的のstyleの様子を観察
– styleの数、style毎の銘柄数
– ごく少数の銘柄しかないstyleもある
– 今回は仮に10以上の銘柄があるstyleを対象とする

◼ 相関を見るために散布図を描く
◼ 主成分分析で次元圧縮し、主成分で散布図を描く

– 特徴量としての主成分得点

◼ 教師なし学習＝入力と同じデータを教師とする学習
– 教師あり学習データの入力のみ
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Kaggleのデータを使った演習（2）

Solar Radiation Prediction. Task from NASA Hackathon.
• https://www.kaggle.com/dronio/SolarEnergy

「09_5_データ加工の例_solar.ipynb」を参照

データの内容と型

UNIXTime int64 Unix時間（1970年1月1日午前0時0分0秒からの経過時間）

Data                       object 日付（Dateのスペルミス？）
Time                       object 時刻
Radiation                 float64 日射量
Temperature                 int64 気温（華氏）
Pressure                  float64 気圧（Hg)
Humidity                    int64 湿度（%）
WindDirection(Degrees)  float64 風向（角度）
Speed                     float64 風速（miles / h）
TimeSunRise object 日の出時刻
TimeSunSet object 日没時刻

Radiationの値を
他のデータから予測する

https://www.kaggle.com/dronio/SolarEnergy
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Solar Radiation Predictionの加工

◼ 欠損値の確認

◼ 折れ線グラフでのデータの確認

◼ 散布図でのデータの確認

◼ データ加工（派生データ作成、昼間の時間）

– 日付データへの変換

– 時間データへの変換

– 数値型への変換

◼ 相関行列のヒートマップ

– radiationの予測に影響しそうなデータを目視で確認
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教師あり学習のためのデータ作成

「09_6_教師あり学習データ作成.ipynb」を参照

◼ 不使用のデータ列を削除

◼ 学習用データと評価用データに分割

「09_7_教師あり学習演習.ipynb」を参照

◼ DNNで教師あり学習を行い、回帰モデルを作成する

◼ Radiationを予測する

◼ どのようなデータを入力とするか、標準化または正規化の有無、DNN

の構造、バッチサイズ、その他さまざまな要素を考慮して精度を上げて

みてください。
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リアルタイム検出
物体検出手法, VGG-16, SSD

第１０章
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リアルタイム検出

実機のWebカメラを使用して、リアルタイムであるターゲットを認識させる

必要なもの：

• 対象画像（学習用、評価用）

• 背景画像（学習用、評価用）

• データセットを記述したcsvファイル

かなりの部分はこちらで用意してありますが（料理番組方式）、本当はこれ
らを全部自分で用意します。ぜひ1度自分でチャレンジしてください
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リアルタイム検出の手順

次の順番で行う

1. 対象物を撮影する

2. 背景画像を撮影する

3. 対象物画像を水増しして300枚用意する

4. 背景画像を分割して625枚用意する

5. 対象物画像と背景画像をcsvファイルに記述する

6. 用意したデータで学習を行う

7. 学習されたデータを用いて、リアルタイムで判定させる
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対象物の撮影

対象物をカメラアプリで撮影し、128x128のサイズで切り出す

正方形で切り出すため、なるべく縦横比が極端でないものを選ぶ

顔は意外と認識されにくい（頑張って下さい）

手のひらは割と簡単。スマホケース、ペットボトルの模様、社員証など

ファイル名はtarget.jpgとする。（詳しい手順は、この後の対象画像作成手順
を参照）

今度は、同じ位置で背景のみで撮影し、ファイル名をother.jpgとする。サイ
ズ等は変更しない
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撮影

対象物が入った写真を撮影 → 対象物だけ切り抜いてtarget.jpg

次に対象物がない写真を撮影 → other.jpg

認識させたい対象物

自分が映り込まないようにして撮影
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指定サイズでの切り出し(1)

正方形での切り出しが可能なXnViewを使用する

https://forest.watch.impress.co.jp/library/software/xnview/ などからダ
ウンロード（XnViewで検索すると窓の杜が最初にヒット）

もちろん、オフィシャルサイトからDLしてもよい。
https://www.xnview.com/

XnViewを起動し、カメラアプリで撮影した対象物のファイルを読み込む

もし画像が鏡映しになっていたら、画像 → 反転 → 左右反転

https://forest.watch.impress.co.jp/library/software/xnview/
https://www.xnview.com/


- 7 -

Computer Software Association of Japan 

指定サイズでの切り出し(2)

編集 → 選択範囲縦横率設定 → 1:1 (1.00) を選択

これで正方形で範囲選択が可能
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指定サイズでの切り出し(3)

任意の範囲を選択後、編集 → 選択範囲トリミング を選択し、切り抜く

切り抜いた後、画像 → リサイズ、でサイズ変更画面が開くので、縦横128ピ
クセルを指定してサイズ変更し、target.jpg という名前で保存
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CSVファイル

こちらで準備済み

• target_or_other_train.csv ：学習（訓練用）ファイルパスとラベル

• target_or_other_test.csv ：検証用ファイルパスとラベル

それぞれのファイル内に、各画像のパスとラベルがカンマ区切りで書かれて
いる

エディタやExcelなどで1度中味をチェックすること
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水増しと学習

Colab: 08-Augmentation_Learning.ipynb を開く

VM内にtarget.jpgとother.jpg, csvファイルをコピーし、実行する

先程のcsvファイルと、フォルダtrain_target, test_targetとの対応、実際の
ファイルの存在をチェックしておく

学習後、重みファイル(detection_weight.h5)をダウンロードし、後は実機で

ネットワークはある程度しか書いていないので、認識できるように、拡張し
て下さい

重みファイルはネットワークごとに名前を変えておいて、比較するとよい
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実機での認識

実機では、Anaconda promptから。前回作成したpython 3.7環境を使用

conda activate py37 など

さらに必要なパッケージをまずインストールする

pip install opencv-python

pip install pillow

pip install tensorflow

その後、python detection_roi.py と実行
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結果

緑の枠内にターゲットを持っていく

無事に認識されると赤枠になる

どうにもダメなら、ネットワークやエポック数など変えてみる
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もし改良するなら

ターゲットの画像サイズをもう少し大きくしてみる (192x192など?)

画像サイズを大きくしたら、検出用ソースも手を入れる

ネットワークの規模を大きくする

そもそも水増し画像をもっと増やしてみる（CSVファイルにも手を入れる）
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物体検出
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物体検出手法の概要

画像のどの位置に何があるか、を判断するのが物体検出

検出：物体と思われる領域を見つける処理

識別：領域内の物体について識別する処理

この2つから成り立っている

単なるCNNでは画像全体から判断していたが、物体検出ではいかにして領
域を見つけるかが鍵になる

自動運転には欠かせない

画像中からこの枠で囲うのが検出

枠の中が猫と出力するのが識別
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物体検出手法の概要(R-CNN)

入力画像に対して、物体がある候補領域(region proposal)を2000個まで抽
出し、各領域に対して画像をリサイズしてCNNから特徴マップを生成

Region proposalは色や濃淡勾配などから切り分けている

Ross Girshick, Jeff Donahue, et al.,"Rich feature hierarchies for accurate object 

detection and semantic segmentation", (2013), https://arxiv.org/pdf/1311.2524
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SSD: Single Shot Multibox Detector

現在最もよく使用されている物体判別器

CNNを使用して、画像内のどの位置にどのような物体が存在するかを判別

物体判別器には他にYOLOやFaster R-CNNなどのモデルもあるが、元論文で
はSSDの方がより優れた結果を挙げている

Wei Liu, Dragomir Anguelov, Dumitru Erhan, et al., SSD: Single Shot 
MultiBox Detector, https://arxiv.org/abs/1512.02325, (2015)

https://arxiv.org/abs/1512.02325
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SSDのネットワーク

VGG-16をベースとして、特徴マップを拡張する

ではVGG-16をまず……
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VGG-16

ImageNetで学習された16層のモデル。ILSVRC2014で2位を獲得した

224×224のカラー入力画像に対し、以下のネットワークで学習

※プーリング層以外をすべて足すと16層

Karen Simonyan, Andrew Zisserman, “Very Deep Convolutional Networks 
for Large-Scale Image Recognition”, https://arxiv.org/abs/1409.1556, 
(2014) 
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VGG-16の特徴

入力画像は224x224、これを112x112, 56x56, … と7x7まで小さくする

最終出力は1000 Model: "vgg16"
_________________________________________________________________
Layer (type)                 Output Shape              Param #   
=================================================================
input_2 (InputLayer)         [(None, 224, 224, 3)]     0         
_________________________________________________________________
block1_conv1 (Conv2D)        (None, 224, 224, 64)      1792      
_________________________________________________________________
block1_conv2 (Conv2D)        (None, 224, 224, 64)      36928     
_________________________________________________________________
block1_pool (MaxPooling2D)   (None, 112, 112, 64)      0         
_________________________________________________________________
block2_conv1 (Conv2D)        (None, 112, 112, 128)     73856     
_________________________________________________________________
block2_conv2 (Conv2D)        (None, 112, 112, 128)     147584    
_________________________________________________________________
block5_pool (MaxPooling2D)   (None, 7, 7, 512)         0         
_________________________________________________________________
flatten (Flatten)            (None, 25088)             0         
_________________________________________________________________
fc1 (Dense)                  (None, 4096)              102764544 
_________________________________________________________________
fc2 (Dense)                  (None, 4096)              16781312  
_________________________________________________________________
predictions (Dense)          (None, 1000)              4097000   
=================================================================
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VGG-16演習

Colab: 08-VGG16.ipynb を実行

実機：vgg16.py, vgg16_camera.py

実機では、Anaconda promptから。前回作成したpython 3.7環境を使用

conda activate py37 など

実行前に必要なパッケージをインストールする

pip install keras

※独立パッケージをKerasを使用
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VGG-16演習: 実機

vgg16.py: Colabでの演習を実機に移したもの

画像表示を行わない分高速です（意外とColabは画像表示が遅い）

vgg16_camera.py: Webカメラから撮影したものをVGG-16で判別

起動するとWebカメラの映像が映るので、ESCキーを押すと、キャプチャが
photo.jpgで保存され、その内容がVGG-16で判別される

色々な物を持ったり、（最小限の接触で）近くの人に協力してもらって実行
して下さい
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改めてSSD

図(a)の実線の青い矩形(教師データ)と、特徴マップである図(b)の点線の青い
矩形(推定値)の位置・サイズが一致し、また物体クラスが猫となるように
ネットワークの重みを更新していく

同じように、図(a)の実線の赤い矩形(教師データ)と、図(c)の点線の赤い矩形
(推定値)の位置・サイズを一致させ、犬と推定できるように学習を行う

3x3のフィルタをかけるのが特徴
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ネットワーク構造

VGG-16で38x38x512の特徴マップを作成。

その後、19x19x1024, 10×10×512, 5×5×256, 3×3×256, 1×1×256, と
特徴マップを作成して入力としている

最終的に、1つの入力画像に対して分類クラスあたり8732個の物体領域候補
が出力される

3x3のフィルタ



- 25 -

Computer Software Association of Japan 

デフォルトボックスの対応

物体のアスペクト比は当然物体ごとに異なる

各畳み込み層で4種類のアスペクト比、4種類の位置をパラメータを持ち、す
なわち4×4=16通り、さらに最初のVGG-16からの出力なら画素は38x38な
ので、38x38x16 = 23104の位置特徴量を持つ

（各レイヤごとにパラメータは若干異なる）

これによって、猫と犬のアスペクト比の違いを学習する
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SSD演習(1)

Google ColabでSSDを試行

あらかじめ構築されたモデルを使用するので学習は必要ない

モデルは2つ用意されており、

• FasterRCNN+InceptionResNet V2: high accuracy,

• ssd+mobilenet V2: small and fast.

の記述通り、前者がより正確、後者はモデルがコンパクトで速い。両者での
結果を比較してみるとよい（実際かなり異なる）
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SSD演習(2)

ネットから適当に探す、あるいは自分で撮影、手持ちの画像をSSDにかけて
ください

その結果をTeamsにアップロードし、比較してみましょう

どのような画像がうまくいくか、あるいはうまくいかないか
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使用できるネットワーク

今回、VGG-16やInceptionResNet, MobileNetなどを使用したが、Kerasや
Tensorflowではその他にも様々なネットワークが使用できる

詳細はGitHubを参照

https://github.com/keras-team/keras-applications

他に有名なネットワークとしてYOLOv3など

https://pjreddie.com/darknet/yolo/

https://github.com/keras-team/keras-applications
https://pjreddie.com/darknet/yolo/
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YOLOの手法(1)

画像を正方形(448x448など)にリサイズし、畳み込みへの入力とする

Paper: https://pjreddie.com/media/files/papers/yolo_1.pdf

24層の畳み込み, 

2層の全結合

https://pjreddie.com/media/files/papers/yolo_1.pdf
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YOLOの手法(2)

画像全体をSxSに分割（論文ではS=7）

分割された1つのセルをB個に分ける（同じくB=2）

それぞれのセル内にてクラス分類を行い、信頼度の高いものだけを採用

それぞれの信頼度の高い部分を太く囲う

1つのセル内に複数の物体があると弱い
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生成モデル

第１１章
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PGGANを参照

• Progressive Growing of GANs for Improved Quality, 
Stability, and Variation

• https://www.youtube.com/watch?v=G06dEcZ-QTg

https://www.youtube.com/watch?v=G06dEcZ-QTg
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PGGAN

• Tero Karras, Timo Aila, Samuli Laine, Jaakko 
Lehtinen; Progressive Growing of GANs for 
Improved Quality, Stability, and Variation

•著者はNVIDIAの人たち

• YouTubeの冒頭の顔の写真はCelebAというデー
タセットで訓練した結果を元に生成されたもの



Computer Software Association of Japan 

生成モデルとは

生成データ

訓練データ

生成モデル

ノイズ
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一方、識別モデルは...

予測

訓練データ

識別モデル
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識別モデリングと生成モデリング

•識別モデリング
• 観測 𝒙が与えられたときのラベル 𝑦の得られる確
率を推定

•生成モデリング
• 観測 𝒙の分布（確率分布）を推定する
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生成モデリングの潜在空間と生成データ
の関係

•右の画像の一つ一つ
の丸は nxn配列とし
て表せる

•しかし、nxnの空間内
で丸を表すものはご
くわずか

• nxnの空間内を適当に
取ってきても、それ
が丸を表すことは期
待できない
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•しかし、ひとつひと
つの丸は2つのパラメ
タで表せることは、
我々人間にはすぐに
わかる

•（半径、色）

•半径と色を変形する
と、ここにない画像
も生成できる

生成モデリングの潜在空間と生成データ
の関係



Computer Software Association of Japan 

（半径、色）
の数値の空間

〜潜在空間〜

生成モデリングの潜在空間と生成データ
の関係
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（半径、色）
の数値の空間

〜潜在空間〜

新たな丸の
画像（生成
データ）

ノイズ

生成モデリングの潜在空間と生成データ
の関係
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デモ（PGGAN)

• PGGAN自体の詳しい説明はせず、潜在空間と生
成画像の関係について見てみる

•訓練には膨大な計算機資源と時間が必要

•デモには訓練済みのモデルを使用（TensorFlow 
Hub）
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GANs for Good- A Virtual Expert 
Panel by DeepLearning.AI

•先月（9/30）Zoom上で開催（OpenAI主催）

• https://www.youtube.com/watch?v=9d4jmPmTW
mc

• GANの産みの親Ian Goodfellowが基調講演

•以下でGoodfellowのこの講演の概要を参照

https://www.youtube.com/watch?v=9d4jmPmTWmc
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GANs for Good- A Virtual Expert 
Panel by DeepLearning.AI
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Panel by DeepLearning.AI
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Panel by DeepLearning.AI
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Panel by DeepLearning.AI
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Panel by DeepLearning.AI



Computer Software Association of Japan 

GANs for Good- A Virtual Expert 
Panel by DeepLearning.AI
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GANs for Good- A Virtual Expert 
Panel by DeepLearning.AI
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Neural Style Transfer
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Neural Style Transfer

Golnaz Ghiasi, Honglak Lee, Manjunath Kudlur, Vincent Dumoulin, Jonathon Shlens; 
Exploring the structure of a real-time, arbitrary neural artistic stylization network,
https://arxiv.org/abs/1705.06830
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Neural Style Transferのデモ

• Colab上でデモを行います

•画像は自由に選択できるので、色々と試行

• Golnaz Ghiasi, Honglak Lee, Manjunath Kudlur, 
Vincent Dumoulin, Jonathon Shlens; Exploring the 
structure of a real-time, arbitrary neural artistic 
stylization network

•初見のスタイルにも対応できる高速変換可能な
ネットワーク
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再帰型ネットワーク
Simple RNN, LSTM, GRU, ... 

第１２章
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再帰型ニューラルネットワーク

まずは用語の表面的なことについて。

• Recurrent Neural Network (RNN)の例
• Simple RNN

• Long Short-Time Network (LSTM、1997年提案)

• Gated Recurrent Unit (GRU、2014年提案)

•文脈によってはRNNがSimple RNNだけを指すこ
ともある

• Recurrentは回帰型とも
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再帰型ニューラルネットワーク

•適用対象となるデータは系列データ
• 自然言語など

•用途は、主に系列データの分類タスク。生成も
• 文章の感情分析（印象がよいかわるいかなど）

• 文章生成

• （翻訳）
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デモ

• RNNを利用して、レビュー文の感情分析を行う

•まずは、何ができるのかを見てもらいます
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系列データ
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系列データのモデル4分類

cf. Andrej Karpathy, The Unreasonable Effectiveness of Recurrent Neural Networks,
http://karpathy.github.io/2015/05/21/rnn-effectiveness/

多対一 一対多

多対多（同期） 多対多（遅延）
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系列データのモデル4分類

多対一 一対多

例

• テキストの感情分析
• 時系列データの異常判断
• その他

例

• 画像キャプショニング
• その他



Computer Software Association of Japan 

系列データのモデル4分類

例

• 動画分類（フレームごと）
• その他

例

• 自然言語の翻訳
• その他

多対多（同期） 多対多（遅延）



Computer Software Association of Japan 

系列データの表し方
一般形

• (𝐱1, 𝐱2, … , 𝐱T)

例

• 何らかの測定値（T = 6 の例）
• (1.5, 2.3, 0.2, 5.2, 4.9, 3.1)

• 自然言語（T = 4 の例）
• “I have a pen.”

→ (“I”, “have”, “a”, “pen”)

→ (2243, 1098, 1, 5031)

→ (e2243, e1098, e1, e5031) （ eiは第i成分のみが1で他は0のベクトル）
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単純RNN
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単純RNNの構造

𝒙(𝑡)

𝒉(𝑡)

y(𝑡)
• 各時刻のデータが順に入力
される（パラメータtを時
刻と呼ぶことにする）

• 多対多、多対一モデルのモ
デル

• ループを持つ
• ループ部分のデータは一時
刻遅れて入力される
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再帰モデルの展開表現

𝒙(𝑡)

𝒉(𝑡)

y(𝑡)

𝒙(1)

𝒉(1)

y(1)

𝒙(2)

𝒉(2)

y(2)

𝒙(3)

𝒉(3)

y(3)
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単純RNNのトレーニング

BPTT(BackPropergation Throught Time)
• RNNを展開したネットワークにおいて、誤差逆
伝播法により最適化する

• 𝑡方向に深いネットワークの場合（つまり 𝑇が大
きい場合）、誤差逆伝播の際、𝑡 について一定
区間ごとに中間層の結びつきを切断したものと
して、重みの更新を行う（Truncated BPTT）。
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単純RNNの性質、問題点

• 時間方向にdeepなネットワークであり、勾配
爆発、勾配消失問題が生じる

• 勾配爆発
• 勾配クリッピングにより対処

• 勾配消失
• せいぜい20ステップ程度の時刻しか学習できな
い

• モデルを改良する必要あり→  LSTMへ発展
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LSTM
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LSTM
• RNNの拡張型、短期記憶(short-term memory)を長期(Long)
に渡って活用するニューラルネットワーク

• RNNの中間層のユニットをLSTM blockと呼ばれるメモリと
3つのゲートを持つブロックに置き換えたもの

𝑥𝑡

𝑠𝑡

𝑦𝑡

𝑠𝑡−1

𝑥𝑡

𝑦𝑡

𝑠𝑡−1
LSTM
Block
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LSTM
• LSTM = Long Short-Term Memory network（長・短期記憶ネッ
トワーク）

• RNNというのはループ構造を持つネットワークの総称であ
り、LSTMも RNN の一種であるが、RNN と言ったとき前節の
単純RNNを指すこともあるので注意

• 単純RNNの中間層をLSTM層と呼ばれる層で置き換え

• ゲート構造、メモリセルの導入

• 勾配消失問題に対応

• Hochreiter and Schmidhuber, 1997

• Gers et al., 2000
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LSTM



Computer Software Association of Japan 

LSTM

𝑓𝑡 = 𝜎 𝑊𝑓 ⋅ [ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑓
𝑖𝑡 = 𝜎 (𝑊𝑖 ⋅ [ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑖)
𝑜𝑡 = 𝜎 (𝑊𝜎 ⋅ [ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑜)

𝑐𝑡 = 𝑓𝑡 ∘ 𝑐𝑡−1 + 𝑖𝑡 ∘ tanh (𝑊𝑐 ⋅ [𝑥𝑡, ℎ𝑡−1] + 𝑏𝑐)
ℎ𝑡 = 𝑜𝑡 ∘ tanh (𝑐𝑡)

ℎ𝑡−1 ℎ𝑡

𝑐𝑡𝑐𝑡−1

𝑓𝑡
𝑖𝑡 𝑜𝑡

𝑓𝑡:忘却ゲートを制御

𝑖𝑡: 入力ゲートを制御

𝑜𝑡:出力ゲートを制御
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LSTMの有効利用例
• 制約なし（枠なし）手書き文字認識

• Graves et al., 2009

• 音声認識
• Graves et al., 2013; Graves and Jaitly, 2014

• 手書き文字生成
• Graves, 2013

• 機械翻訳
• Sutskever et al., 2014

• 画像キャプショニング
• Kiros et al., 2014; Vinyals et al., 2014; Xu et al., 2015

• 文章の構文解析
• Vinyals et al., 2014
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LSTMの応用：複数モデルの組み
合わせ

• 入力画像の説明文を生成するニューラルネットワーク

• CNNによって画像から抽出された特徴ベクトルをLSTMに入力し、
文章を生成する

図はPytorch Githubより
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説明変数と目的変数
• 元の時系列データを、説明変数と目的変数に変換

-1

-1

0

0

1

1

2

1

1

0

-1 -1 0 0 1

-1 0 0 1 1

0 0 1 1 2

0 1 1 2 1

1 1 2 1 1

1 2 1 1 0

2 1 1 0 -1

1 1 0 -1 -1

1 0 -1 -1 0

0 -1 -1 0 0

x[0]

x[1]

x[2]

x[3]

steps = 5

y[0]

y[1]

1

2

1

1

0

-1

-1

0

0

1

y[2]

y[3]
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デモおよび演習

• RNNによるテキスト生成

• LSTMまたはGRU利用
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ニューラルネットワークによる自
然言語処理 –前半-

第１３章
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前回の補足：TensorFlow Hub

TensorFlow Hub

https://www.tensorflow.org/hub?hl=ja

TensorFlow Hub は、すぐに微調整してどこにでもデプロイ可能なトレーニ
ング済み機械学習モデルのリポジトリです。BERT や Faster R-CNN などの
トレーニング済みモデルを、わずか数行のコードで再利用できます。(Webサ
イトより)

実際のモデル一覧

https://tfhub.dev/

Hubはモデル一覧だけなので、チュートリアルがわかりやすい

https://www.tensorflow.org/tutorials?hl=ja

https://www.tensorflow.org/hub?hl=ja
https://tfhub.dev/
https://www.tensorflow.org/tutorials?hl=ja
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前半・後半でやること

前半：

Deep Learning以前の自然言語処理

自然言語をコンピュータ処理するためのいろいろな「お約束」

クラウド上でできること（自分でやるより遙かに賢い）

簡易コーパスの作成

後半：

Deep Learningを利用した自然言語処理

word2vecの利用・作成

BERT
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自然言語処理(Natural Language Processing)

自然言語を対象とした情報処理

– 形態素解析

– 構文解析

– 意味解析

– 文脈解析

– 自動要約

– 自動翻訳

– 固有表現抽出

従来は主に辞書や文章（コーパス）を収集し、人手で意味づけを行い、それ
を元に統計的手法で行うことが多かった
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NLPのこれまでと現在

形態素解析エンジンChaSenの開発で品詞分解（分かち書き）が容易に

ベクトル空間、SVMなどによって分類

Syntacticではなく、Heuristicな手法が試みられていた

近年はword2vecによるWikipediaコーパスやGoogle BERTによって飛躍的に
精度が向上。BERTの登場後、XLNet, RoBERTa, ALBERTなどBERTを上回る
ものも発表された
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Google Cloud Natural Language API

Google Cloud Natural Language API

https://cloud.google.com/natural-language

事前トレーニング済みモデルにより、感情分析、エンティティ分析、エン
ティティ感情分析、コンテンツ分類、構文分析などの自然言語理解の機能を
使用可能

さらにカスタマイズする場合は、AutoML Natural Languageを使用する

https://cloud.google.com/natural-language
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実際にやってみると

伊豆諸島では、これまでの記録的な大雨で、土砂災害の危険度が非常に高い
状態が続いている。引き続き土砂災害に厳重に警戒し、うねりを伴った高波
に警戒が必要だ。

エンティティ（実在性）
分析
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感情分析(Sentiment)

Score: -1から1まで。-1がネガティブ、1がポジティブ

Magnitude：指定したテキストの感情の強度（ポジティブ、ネガティブの両
方）が正の値で示される。Scoreとは異なり、Magnitude は正規化されてい
ないため、テキスト内で感情が表現されるたびにMagnitudeが増加される。
（長い文章ほど高くなる傾向）
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構文解析

品詞と構造を分析

NOUN:名詞, PRT:助詞, VERB:動詞, PRON:代名詞, ADV:副詞, ADJ:形容詞
など
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コンテンツ分類

日本語は未サポートなので、英語で……

（CNNのニュース文章より）
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コーパス

自然言語の文章を構造化し大規模に集積したもの

実際に執筆され、使用された文章が主

毎日新聞コーパス(1995)、京都大学コーパス、Yahoo! 知恵袋データ

現代日本語書き言葉均衡コーパス、Wikipediaコーパス、など

国立国語研究所で収集・構築したコーパス

https://www.ninjal.ac.jp/database/type/corpora/

特に近年の大規模な日本語コーパスがKOTONOHA

https://pj.ninjal.ac.jp/corpus_center/kotonoha-project.html

ただし、オリジナル文章には著作権が存在するため、一定の条件の元、主に
学術的な用途に限定しているものがほとんど

https://www.ninjal.ac.jp/database/type/corpora/
https://pj.ninjal.ac.jp/corpus_center/kotonoha-project.html
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コーパス横断検索

中納言 ※要登録

https://chunagon.ninjal.ac.jp/

あくまで学術・研究目的

申し込んでもすぐには登録されないので、辛抱強く待ちましょう

https://chunagon.ninjal.ac.jp/


- 13 -

Computer Software Association of Japan 

形態素解析

文章を品詞分解するための処理

欧米系言語はスペースで単語が区切られているが、日本語は単語が連続して
いる

よく知られたエンジンに、ChaSen, Juman, KAKASI, MeCabなどがある

速度や品質、使いやすさを考慮するとMeCabがダントツ

MeCab: 京都大学とNTT基礎研究所の共同開発

開発の中心である工藤拓氏は、京都大学、奈良先端科学技術大学院を経て現
在Google

その他、AWSで使用できるSuidachiなど

https://aws.amazon.com/jp/blogs/news/published-sudachidict-and-
chive-on-aws-open-data/

https://aws.amazon.com/jp/blogs/news/published-sudachidict-and-chive-on-aws-open-data/
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形態素解析の例

吾輩は猫である。名前はまだ無い。

吾輩 名詞,代名詞,一般,*,*,*,吾輩,ワガハイ,ワガハイ
は 助詞,係助詞,*,*,*,*,は,ハ,ワ
猫 名詞,一般,*,*,*,*,猫,ネコ,ネコ
で 助動詞,*,*,*,特殊・ダ,連用形,だ,デ,デ
ある 助動詞,*,*,*,五段・ラ行アル,基本形,ある,アル,アル
。 記号,句点,*,*,*,*,。,。,。
名前 名詞,一般,*,*,*,*,名前,ナマエ,ナマエ
は 助詞,係助詞,*,*,*,*,は,ハ,ワ
まだ 副詞,助詞類接続,*,*,*,*,まだ,マダ,マダ
無い 形容詞,自立,*,*,形容詞・アウオ段,基本形,無い,ナイ,ナイ
。 記号,句点,*,*,*,*,。,。,。

品詞分解するだけの処理を、分かち書きと呼ぶ
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構文解析

文の構造を明らかにする処理。特に、係り受け解析がよく行われている

構文解析を行うプログラム構文解析器は、係り受け解析のCaboCha, 構文・
格・照応解析のKNPがある

CaboChaはMeCabと併用でインストールが容易

KNPは形態素解析器にJumanを使用し、コンパイル・インストールにかなり
時間がかかる
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Yahoo! Japanのサービス

日本語解析Web APIとしてはかなり老舗（2007年開始）

元々2005年に検索エンジンの外部APIを解放し、徐々に広げていった

https://developer.yahoo.co.jp/webapi/jlp/

形態素解析、ルビ振り、係り受け解析、キーフレーズ抽出、自然言語理解な
どおおよそのサービスは揃っている

https://developer.yahoo.co.jp/webapi/jlp/
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固有値表現抽出

参考スライド：実務で使う固有表現抽出

https://speakerdeck.com/sansandsoc/eigen-extraction-used-in-
practice

辞書・コーパスが重要

アノテーション（タグ付け）、なんとかルールを見つける

かつてWebメディアに対してアノテーションには、HTMLタグの情報を手が
かりにする方法があった（<B>タグに注目するなど）

https://speakerdeck.com/sansandsoc/eigen-extraction-used-in-practice
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演習

形態素解析 MeCab

係り受け解析 CaboCha

簡易コーパスの作成

形態素・係り受け・特徴抽出器 GiNZA
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NLPにおけるベクトル化と距離
ある文書Aに含まれるすべての文章を形態素解析等で分解し、それぞれの単語
の出現回数を数え上げる。文書Bにも同じ処理を行う

この結果を、すべてベクトルに置き換える

単語がn個あれば、n次元ベクトルになる

お互いの文書間を、青空と海といった2つの要素で比較する場合、A 
={200,55}とB={3,2}のユークリッド距離を計算する。もし他に文書Cがあ
り、C = {4,10}であれば、当然文書Bと文書Cはこの2つのパラメータにおい
て近いと言える

例) 単語：青空 海 幸せ 食事 寝る ……

A = { 200, 55, 45, 2, 30, … }

B = { 3, 2, 120, 39, 35, … }
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本当に数え上げだけで良いのか？

文書の特徴は、単に単語の出現数だけではないはず

例えば、各単語に適切な重み付けを行い、より特徴が出たベクトルに変換する

重み付けとしてよく使用されるのがTF-IDF

200
55
45

°
0.1
0.2
0.6

= 
20
11
27

青空
海
幸せ

重み付け行列

特徴ベクトル

重み付けによって、「青空」よりも
「幸せ」の方が大きい値になる
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TF-IDF
TF: Term Frequency 単語頻度

IDF: Inverse Document Frequency 逆文書頻度

ある文書において、D 個の文、N個の単語があるとき、単語tがn回現れ
るとTFは

𝑇𝐹 =
𝑛

𝑁

また、単語tを含む文がd個のとき、IDFは以下

𝐼𝐷𝐹 = − 𝑙𝑜𝑔10
𝑑

𝐷
= 𝑙𝑜𝑔10

𝐷

𝑑
TF-IDFは上記の積のため

𝑇𝐹 − 𝐼𝐷𝐹: 𝑇𝐹 ∙ 𝐼𝐷𝐹 =
𝑛

𝑁
𝑙𝑜𝑔10

𝐷

𝑑
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TF-IDFの特徴

TFは各文書においてその単語がどのくらい出現したのかを表す

一方、IDFは逆頻度のため、よく登場する単語は低い値に、あまり登場しない
単語は高い値になる

そのため、その文書において、あまり登場しないが重要な語の抽出手法とし
てよく用いられている

また、様々な文書や単語についてTF-IDFを計算し、文書間の類似度を計算す
ることができる
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TF-IDFの例

夏目漱石の小説での例

吾輩は猫である こころ

事 1270.00 私 2695.00

もの 981.00 先生 597.00

君 973.00 事 575.00

主人 932.00 k 529.24

吾輩 816.10 奥さん 388.00

御 636.00 人 388.00

人 602.00 時 375.00

出典：Pythonによるテキストマイニング入門（著：山内長承, オーム社, 2017年）
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N-gram

文章を、N個の文字で分割するテキスト分割方法

N=1: uni-gram, N=2: bi-gram, N=3: tri-gram

例）今日はいい天気です

N=1: 今,日,は,い,い,天,気,で,す

N=2: 今日,日は,はい,いい,い天,天気,気で,です,す

N=3: 今日は,日はい,はいい,いい天,い天気,天気で,気です,です

文法解析を行わないので、言語の種類を問わず、良くも悪くも言葉の意味を
参照しないという特徴がある
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N-gramの使用例

日本語処理には、bi-gramあるいはtri-gramがよく用いられる

特に、単語間の共起頻度を計算し、文書や言語の特徴を調べる研究によく用
いられている。また、全文検索に用いられている

ただし、全文検索エンジンNamazuはN-gramではなく形態素解析。作者の高
林哲はSONY CSLを経てGoogle

※共起関係：文字列Xと文字列Yが同時に出現すること
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演習

TF-IDF

N-gram
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ニューラルネットワークによる自
然言語処理 –後半-

第１４章
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後半の内容

word2vecの利用・作成

BERTの概要と利用
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word2vec概要

2013年発表、「ベクトル空間における単語の表現の効率的な推定」

従来のOne-hot形式では無く、単語を数百次元程度の特徴ベクトルとして表
す方法

One-hotだと、語句が1万語なら1万の長さのOne-hotになるが、word2vec
なら数百次元ですむ

このベクトル表現方式として、CBoWとSkip-gramの2方式

Tomas Mikolov, Kai Chen, Greg Corrado, Jeffrey Dean,

Efficient Estimation of Word Representations in Vector Space, https://arxiv.org/abs/1301.3781

https://arxiv.org/abs/1301.3781
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word2vec：具体例

単語の特徴量を（極端だが） 4次元で次のベクトルとすると

俳優 = (0.9, 0.8, 0.8, 0.0)

女優 = (0.1, 0.8, 0.8, 0.0)

子役 = (0.9, 0.1, 0.0, 0.0)

男性 = (1.0, 0.1, 0.0, 0.0)

女性 = (0.2, 0.1, 0.0, 0.0)

ここで、女優－女性＋男性=(0.1, 0.8, 0.8, 0.0) - (0.2, 0.1, 0.0, 0.0) + 
(0.9, 0.8, 0.8, 0.0) = (0.8, 0.7,0.8, 0.0) となり、これは俳優のベクトル
(0.9, 0.8, 0.8, 0.0)とほぼ一致する。このように、単純な計算で単語の関係
性を表現できる
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word2vec：作成原理

ある例文に対して、入力語と周辺語のセットを作成

I am writing to confirm our meeting on September 8th.

入力：I → [I, am] , [I, writing], [I, to], [I, confirm] ….

入力: am → [am, I], [am, writing], [am, to] …

入力: our → [our, confirm], [our, meeting], [our to] …

周辺語をどの程度集めるかは14-10個前後が多い

このようなセットをコーパス内文章量だけ作成する

語数分のベクトル空間が作成される
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ベクトル表現：CBoW

Continuous Bag-of-Words：周りの単語から挟まれている単語を推測

※Continuous：「連続した」の意味だが、時々Countinuousと書かれた本やWebサ
イトがある。おそらくタイポ

例えばショパンに対して適応する場合、元文章にマスクし、そこを推測する

ポーランド/の/作曲家/の/ショパン/は/幻想/即興/曲/など/で/知られて/いる

↓

ポーランド/の/作曲家/の [???] は/ 幻想/即興/曲/など/で/知られて/いる

このとき、Window幅の設定によってその前後の範囲を調整する

Window幅1: の [???] は

Window幅4: ポーランド/の/作曲家/の [???] は/ 幻想/即興/曲

さらに、周辺単語は1, その他は0とする
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CBoWの学習

Window幅4の時

ポーランド/の/作曲家/の [???] は/ 幻想/即興/曲/など/で/知られて/いる

1         1      1     1    0 1     1     1    1   0     0      0         0

ここで、単語を200次元ベクトルで表したい場合、入出力層は単語の全数にな
る。（ここでは1万とする）入出力はone-hot形式で与えられる

入力の重みは10,000×200, 出力は200×10,000

入力層 隠れ層 出力層

20010,000 10,000

文
章(o

n
e-h

o
t)

文
章(o

n
e-h

o
t)

全結合 全結合
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ベクトル表現：Skip-gram

CBoWと逆で、対象単語の周辺を推測する

Window幅4のとき：

ポーランド/の/作曲家/の/ショパン/は/幻想/即興/曲/など/で/知られて/いる

↓

[???][???][???][???]ショパン[???][???][???][???] など/で/知られて/いる

NNへの入出力や処理はCBoWと同じ

CBoWとSkip-gramのどちらを使用するかについて、理論的な結論はない

一般的にはSkip-gramが推奨されている
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fasttext

word2vecと同じくMikolovら(2016)による単語ベクトル表現法

word2vecでは、文章に含まれていない単語のベクトル表現を得ることができ
ない。そのため、N-gramに似たこの手法が開発された

英語では、3-6文字程度で分割。また、単語の最初と最後には<>を付ける

例：3文字 apple → <ap, app, ppl, ple, le>

4文字 apple → <appl, appl, pple, ple> 

日本語では、utf-8の3-6バイトで分割。utf-8は3バイトで1文字なので1, 2文
字分割

例：1文字 自然言語 → <自, 然, 言, 語, 語>  ※最初と最後の<>はカウントしない

2文字 自然言語 → <自然, 然言, 言語, 言語>

Armand Joulin, Edouard Grave, Piotr Bojanowski, Tomas Mikolov, 

Bag of Tricks for Efficient Text Classification, https://arxiv.org/abs/1607.01759
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word2vecの作成

Tensorflow Githubにword2vec作成のプログラムがある

https://github.com/tensorflow/tensorflow/blob/master/tensorflow/exa
mples/tutorials/word2vec/word2vec_basic.py

10万回学習し、1万回ごとに結果が表示される

例: can

Nearest to can: culminating, altenberg, honored, similarities, town, 
classifications, earliest, successes

Nearest to can: may, would, will, could, must, should, cannot, might

10,000 epoch

100,000epoch

実行するなら： 13-NLP_word2vec_Engish.ipynb

https://github.com/tensorflow/tensorflow/blob/master/tensorflow/examples/tutorials/word2vec/word2vec_basic.py
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日本語Wikipediaエンティティベクトルの利用

13-NLP_WikipediaEntity.ipynb

東北大学 乾・岡崎研究室によるベクトル化データを使用

200次元ベクトル

http://www.cl.ecei.tohoku.ac.jp/~m-suzuki/jawiki_vector/

最新版はhttps://github.com/singletongue/WikiEntVec/releases

これを利用して言語の計算が可能

「自衛隊」から「海」を引く

model.most_similar(positive=['自衛隊'],negative=['海'])

('陸上自衛隊', 0.46561723947525024)

('89式5.56mm小銃', 0.4130284786224365)

('防衛省', 0.4030088484287262)

('第1空挺団', 0.3937991261482239)

http://www.cl.ecei.tohoku.ac.jp/~m-suzuki/jawiki_vector/
https://github.com/singletongue/WikiEntVec/releases
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その他例
「公務員」と「拳銃」の足し算

model.most_similar(positive["公務員","拳銃"])

('日本の警察官', 0.7462331056594849)

('警察官', 0.7408863306045532)

('公安職', 0.707878053188324)

「イチロー」と「サッカー」を足し「野球」を引く（サッカーでイチロー的な人は？）

model.most_similar(positive=['イチロー','サッカー'],negative=['野球’])

('[キャプテン翼の登場人物]', 0.6161438226699829)

('[中山雅史]', 0.6087093353271484)

('[松田直樹]', 0.6058454513549805)

単語の距離：

国王と王妃“,model.similarity(‘国王’, ‘王妃‘) → 0.6544452

国王と平民“,model.similarity(‘国王’, ‘平民‘) → 0.27823943
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word2vecの作成

13-NLP-livedoor_word2vec.ipynb

Livedoorコーパスを利用してword2vecを作成

分かち書きにMeCabを使用する

前回も使用した言語パッケージgensimで作成できる

gensim自体は、元々トピック推定モデル（文章中の主題の推定）のためのモ
ジュール
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fasttextの利用

13-NLP-fasttext.ipynb

Facebookが作成・公開しているデータを使用する

https://fasttext.cc/docs/en/crawl-vectors.html

Webクローラによって自動収拾し、300次元にベクトル化したもの

Wikipedia word2vec同様に単語間の足し算や引き算、類語の推測が可能

https://fasttext.cc/docs/en/crawl-vectors.html
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seq2seq（系列変換モデル）

2014年発表「ニューラルネットワークを用いた系列から系列の変換」

RNN, LSTMの拡張系で、統計的な機械翻訳からニューラルネットワークの機械翻訳への
移行のきっかけとなったモデル（Googleでも採用）

時系列の文字列(X)を入力し、出力(Y)を得る。Xが日本語、Yが英語とすれば、
日本語から英語への機械翻訳

Sequence to Sequence Learning with Neural 

Networks, https://arxiv.org/abs/1409.3215

入力用RNN (Encorder)

出力用RNN (Decorder)
Encorder-Decorderモデル
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企業のNLP実践例

レシピのタイトルから材料を予測する🚀

https://techlife.cookpad.com/entry/2019/02/20/120219

要約

• レシピのタイトルから材料を予測できるモデルを作りました。

• 投稿開発部と協力してレシピエディタに材料提案機能を追加しました。

機械学習を用いてユーザーのご意見分類業務を効率化した話

https://techlife.cookpad.com/entry/2018/08/08/170000

機械学習（SVM）を用いてご意見分類業務を効率化。工数を半分まで減らす
ことができた

https://techlife.cookpad.com/entry/2019/02/20/120219
https://techlife.cookpad.com/entry/2018/08/08/170000
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Google BERT

Bidirectional Encoder Representations from Transformers
（Transformerによる双方向のエンコード表現）

2018年10月にGoogleが発表した自然言語処理モデル

非常に汎用性が高い

様々な自然言語のタスクにおいて従来手法よりも高い評価が出ている

自然言語における事前学習モデルという点で、画像認識におけるResNetや
VGGNetのような存在

Masked Language ModelとNext Sentence Predictionによる事前学習

BERT: Pre-training of Deep Bidirectional Transformers for Language Understanding

Jacob Devlin, Ming-Wei Chang, Kenton Lee, Kristina Toutanova

https://arxiv.org/abs/1810.04805

https://arxiv.org/abs/1810.04805
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BERT以前

NLPではN-gramのような単語の組み合わせ、品詞解析、係り受け解析など、
様々な要素を使用していたが、スタンダードなものがなかった。

（画像なら、ピクセルしかないので方法は1つ）

ELMOはタスクごとに特徴量ベースのアーキテクチャを定義している

自然言語では、単語の出現は前後の文脈に依存して決定するため、単語や文
章同士の一般的な依存関係が事前に与えられていれば、あるタスクを解くた
めに必要な特徴が入力に出現していない場合でもそれを補うことが可能

BERTでは、大規模なデータによって表現学習を行い、事前学習モデルとして
作成した。この事前学習モデルをさらにチューニングすることで様々なタス
クに応用可能
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BERT: MASK Language Model

一部を伏せた文章で、文章全体の意味から同類の単語を推測

I had a cold from morning.

I had a [MASK] from morning.

気持ちのいい晴天なので野球がしたい

気持ちのいい晴天なので[MASK]がしたい

nightmare, thing, … …

サーフィン, サッカー, ….
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MASK Language Modelの処理

選択した単語を必ず[MASK] には置き換えず、80％の確率で[MASK]に置換
し、残り20%は別の処理を実施

“my dog is hairy”

80%は [MASK] に置換

10%はランダムな語に置換

10%はそのまま



- 21 -

Computer Software Association of Japan 

BERT: Next Sentence Prediction

2つの文章を与え、これらが隣り合うかどうかを判定

QAや実際の文章を生成する際には、自然なつながりのために必要

文章Aと文章Bを与え、A→Bと自然につながるのならIsNext(True), つながら
ないのならばNotNext(False)を返す

第1文

第2文

第1文

第2文

True

False

彼はミルクを買った

ペンギンは飛べない
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BERTは教師なし学習

事前に教師データが与えられているように見えるが、BERTは教師なし学習

誤解：プログラムに事前の組み合わせ(x, y)が与えられているなら教師あり学
習では？

教師あり学習は、人間がラベル付けを行ったデータを用いること

BERTの事前学習であるMasked Language Model とNext Sentence 
Prediction についてはどちらも乱数を発生させれば入力も出力も作ることが
できる。そのため、ラベル付けを与えていないので教師なし(unsupervised)
学習である

論文中でも、Conclusionで “unsupervised pre-training is an integral part 
of many language understanding systems” と述べている
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Fine-Tuning

事前学習(Pre-training)の重みに対して、ラベルを付与した教師あり学習に
よって適したモデルにする

事前学習は数日、Fine-Tuningは長くて数時間程度
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Transformer

2017年にVaswaniら(Google)によってTransformerという手法が発表される

翻訳タスクにおいて、seq2seqよりも高速かつ高精度

seq2seq：RNNによるEncoder-Decorderモデル

BERT：Attention（注意機構）を用いたEncoder-Decoderモデル

RNNをはじめとする時系列処理は、時刻tと時刻t+1における逐次処理になる。
しかし、逐次処理ゆえに並列処理ができない。そこで、BERTは時系列方向を
集積しない

Attentionとは、文中のある単語の意味を理解する時に、文中の単語のどれに
注目すれば良いかを表すスコアのこと。英語のthis, it, thatなどはその単語だ
けでは翻訳できない。これらの語を含む文章中の、どの単語にどれだけ注目
すべきかというスコアを表す

BERTは双方向Transformerを使用している

A. Vaswani, N. Shazeer, et.al ,Attention Is All You Need, https://arxiv.org/abs/1706.03762

https://arxiv.org/abs/1706.03762
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Attention

Attentionの中味はニューラルネットワーク

質問(Query)に対応するメモリの情報(Key)を抽出
し、その値(Value)を取り出す操作に対応

結果はsoftmaxによって総和が1になる

BERTではMulti-Head Attentionを採用

基本のAttention機構を複数並列に計算している
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BERT Transformerの概要

Encorder Decorder

Attention Attention

Attention

入力文章は、Input Embeddingで分散表現に変換
次に複数層(BERTは6層)のAttentionとFeed Forward 
ネットワークを経由
正解となる出力結果(機械翻訳なら別の言
語での翻訳文)を右側のDecoderに入力し、
Encoderの結果を合わせてデータが並列
処理される
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BERTの現状

（ほぼ公式）リポジトリ： https://github.com/google-research/bert

事前学習モデルやサンプルソースが公開されている。ただし、日本語として
扱うには以下の欠点がある

• 事前学習済モデルには、日本語専用モデルがないので、104言語で学習さ
れたMultilingual(多言語)モデルの利用になる

• Multilingualモデルは、多言語対応のため日本語文をトークン化した場合、
トークンが文字単位で分割されてしまう

特に2つ目は致命的で、日本語処理なら分かち書きするべきところが、文字単
位で分割されている

例) 今日は晴れです → 今日/は/晴れ/です こうなって欲しいのに

→ 今/日/は/晴/れ/で/す こうなってしまう……

https://github.com/google-research/bert
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日本語向きの事前学習モデル

様々な団体、企業、個人が日本語向けに構築し直した事前学習モデルを公開

京都大学 黒橋研究室（Jumman++）

http://nlp.ist.i.kyoto-
u.ac.jp/index.php?BERT%E6%97%A5%E6%9C%AC%E8%AA%9EPretr
ained%E3%83%A2%E3%83%87%E3%83%AB

ストックマーク株式会社 (MeCab)

https://qiita.com/mkt3/items/3c1278339ff1bcc0187f

菊田遥平氏

https://yoheikikuta.github.io/bert-japanese/

http://nlp.ist.i.kyoto-u.ac.jp/index.php?BERT%E6%97%A5%E6%9C%AC%E8%AA%9EPretrained%E3%83%A2%E3%83%87%E3%83%AB
https://qiita.com/mkt3/items/3c1278339ff1bcc0187f
https://yoheikikuta.github.io/bert-japanese/
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もちろんCookpadも

BERT with SentencePiece で日本語専用の pre-trained モデルを学習し、そ
れを基にタスクを解く

https://techlife.cookpad.com/entry/2018/12/04/093000

BERT の multilingual モデルは日本語の扱いには適さないので
SentencePiece を使った tokenization に置き換えて学習

pre-training にはクックパッドの調理手順のテキスト（約1600万文）を使用

学習は p3.2xlarge インスタンスで 3.5 日程度学習を回した

（AWS EC2 p3.2xlarge, nvidia-docker環境）

AWS EC2 P3 (NVIDIA V100GPU)

https://aws.amazon.com/jp/ec2/instance-types/p3/

https://techlife.cookpad.com/entry/2018/12/04/093000
https://aws.amazon.com/jp/ec2/instance-types/p3/
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演習で用いる日本語事前学習モデル

公開されているもの

https://huggingface.co/transformers/pretrained_models.html

https://github.com/huggingface/transformers

transformersをインストールしてモデル名を指定すれば使用できる

京大・黒橋研のモデルはJuman++が前提で使いづらいが、ここにある日本語
モデルは東北大・乾研のもので、MeCabが前提なので使いやすい

詳細はColab参照

https://huggingface.co/transformers/pretrained_models.html
https://github.com/huggingface/transformers
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Githubサンプルコードの実行

13-NLP-BERT_gitsample.ipynb

Githubをクローンし、GLUEを対象にrun_classifier.pyを実行

学習・検証データの中味は次の通り

ラベルは、 Quality,#1 ID, #2 ID, #1 String,#2 String となっていて、
Quality = 1なら2つの文章が同じ、0なら異なることを表している

1, 2539933, 2539850, The notification was first reported Friday by MSNBC . MSNBC.com first reported 

the CIA request on Friday .

0, 453575, 453448 ,The 30-year bond US30YT = RR rose 22 / 32 for a yield of 4.31 percent , versus 4.35 

percent at Wednesday ‘s close . The 30-year bond US30YT = RR grew 1-3 / 32 for a yield of 4.30 

percent , down from 4.35 percent late Wednesday .

結果例：

eval_accuracy = 0.8480392

eval_loss = 0.45908108
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その他のタスク

データセット タイプ 内容

CoLA 1文分類 入力文が言語的に正しいか判断

MNLI 推論 入力文の含意,矛盾,中立,を判断

MRPC 類似判定 ニュース文章の意味的等価性を判断

QNLI 推論 文章が質問文の回答を含むか判定

QQP 類似判定 2つの質問文が意味的に等価か判定

RTE 推論 入力文の含意を判定

SST-2 1文分類 映画レビュー文のネガティブ、ポジティブ判定

STS-B 類似判定 ニュース文章の見出しの意味的類似性をスコア付け
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SQuAD

SQuAD (Stanford Question Answering Dataset)

質問文と答えを含む文章が渡され、答えがどこにあるかを予測する

Fine-Tuningによって結果が次のファイル
等に書き出される
/tmp/squad_base/predictions.json
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SQuAD例：文章

Paragraph: 

Super Bowl 50 was an American football game to determine the 
champion of the National Football League (NFL) for the 2015 season. 
The American Football Conference (AFC) champion Denver Broncos 
defeated the National Football Conference (NFC) champion Carolina 
Panthers 24-10 to earn their third Super Bowl title. The game was 
played on February 7, 2016, at Levi's Stadium in the San Francisco 
Bay Area at Santa Clara, California. As this was the 50th Super Bowl, 
the league emphasized the "golden anniversary" with various gold-
themed initiatives, as well as temporarily suspending the tradition of 
naming each Super Bowl game with Roman numerals (under which 
the game would have been known as "Super Bowl L), so that the logo 
could prominently feature the Arabic numerals 50.
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SQuAD例：結果

Q: Where did Super Bowl 50 take place?

A: Levi's Stadium in the San Francisco Bay Area at Santa Clara, 
California

元フレーズ：The game was played on February 7, 2016, at Levi's 
Stadium in the San Francisco Bay Area at Santa Clara, California. 

Q: Which NFL team won Super Bowl 50?

A: Denver Broncos

元フレーズ：

The American Football Conference (AFC) champion Denver Broncos 
defeated the National Football Conference (NFC) champion Carolina 
Panthers 24-10 to earn their third Super Bowl title.

両方正解
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BERTの精度

読解力テスト SQuAD1.1において、人間以上の精度

BERTは正解率93.16%, 人間の平均は91.22%

https://ai.googleblog.com/2018/11/open-sourcing-bert-state-of-art-pre.html

人間

BERT

https://ai.googleblog.com/2018/11/open-sourcing-bert-state-of-art-pre.html
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日本語BERT演習

13-NLP-BERT_MLM_Sentiment.ipynb

日本語のMask Language Modelと感情分析

どちらも基本のデータセットとして

cl-tohoku/bert-base-japanese-whole-word-masking

を使用

感情分析では、daigo/bert-base-japanese-sentimentも使用

個人製作の感情情報付加のFine-Turning

https://huggingface.co/daigo/bert-base-japanese-sentiment

https://huggingface.co/daigo/bert-base-japanese-sentiment
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BERT以降の流れ

2018: BERT

2019: XLNet 20のタスクでBERTを超えたと話題に

2019: ALBERT(A Lite BERT) BERTよりも軽量かつ高性能

2019: GPT-2 

まるで本当みたいな フェイクニュース を書き出すAI「GPT-2」MITが開発。
簡易版と論文を公開

https://japanese.engadget.com/jp-2019-02-15-ai-gpt-2-mit.html

2020: GPT-3

GPT-3自体は非公開だが、デモはいろいろ見られる

https://twitter.com/sharifshameem/status/1282676454690451457

https://japanese.engadget.com/jp-2019-02-15-ai-gpt-2-mit.html
https://twitter.com/sharifshameem/status/1282676454690451457
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GPT-2

日本語版を作成している有志も

https://github.com/tanreinama/gpt2-japanese

しかし実際に自動作文させるとまだまだ

ゆるい内容で読み取れます。
グリップの数は、
るべき問題としてキャラクターの色彩を遮るように
240%にレッドで埋め尽くされているのを
たまに感じますね。
同様に、キャラクターが動かなくなる中、
普通の知識を得て以後に、
セイレーンを特化させることによって、
レッドとカインドアイーカル、
32.知己とキリアスを始めました。
カンチョーは1人がマニアでもあります。
キャラがマリシェ。
213.ネビアがタイル。

https://github.com/tanreinama/gpt2-japanese
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GPT-3

GPT-2同様にOpenAI（イーロン・マスクらによる非営利団体）による開発

学習モデルは最大175B (175,000,000,000)

「フェイクニュースなどの悪用の危険性があるので一般公開はしない」とし
て、簡易版や論文公開のみ

また、Microsoftが独占ライセンスを受けたという報道も

https://cloud.watch.impress.co.jp/docs/column/infostand/1279418.html

Language Models are Few-Shot Learners, https://arxiv.org/abs/2005.14165

https://cloud.watch.impress.co.jp/docs/column/infostand/1279418.html
https://arxiv.org/abs/2005.14165
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State of AI Report 2020による指摘

ネット上の大量の言語で訓練されているため、定期的な修正が必要
2019年のMS Twitter AI bot “Tay” が差別主義者と化してしまったのと同じ？

GPT-3はGPT-2と同様に、宗教の話題を聞かれても偏った予測を出力する

https://www.stateof.ai/

https://www.stateof.ai/
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データセットの巨大化
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NLPの他分野への応用

マネーロンダリングやテロ資金調達のためのWebスケールのコンテンツ分析はAIが鍵を握る

NLPによって、記事の収集と分類、実体の認識と曖昧性の解消を
可能にし、人と組織の下流のリスク分類をサポート
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ソースレベルでのバグ修正

MSのIntelliCodeに似ている?

https://visualstudio.microsoft.com/ja/services/intellicode/

https://visualstudio.microsoft.com/ja/services/intellicode/
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Transformerの応用

Transformerにテキストではなくピクセルを与えることで、教師
なし学習によって画像生成（修復）が可能

畳み込みよりTransformerの方がより大域的に情報を扱うことができる
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2021年の予測(2020.Oct.1現在)

NVIDIAがArmを買収しないと言っているが……

Oculus Quest 2

より大きな言語モデル

Attentionベース
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組み込み

－前半－

第１５章
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目的と目標

目的：機械学習を搭載するエッジコンピューティングへの理解

・Raspberry Piがセットアップできる

・Linux系OS上にTensorFlow環境を構築できる

・Google colabで作成した学習結果（重みファイル）を
別のデバイスで利用できる

目標：Raspberry Pi上でのリアルタイム検出の実現

・演習：10/2に実施したリアルタイム検出をRaspberry Pi上で実現

＋MariaDBに保存＋E-mailで送信

・Extra演習
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概要

内閣府 Society 5.0 https://www8.cao.go.jp/cstp/society5_0/index.html

https://www8.cao.go.jp/cstp/society5_0/index.html
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エッジコンピューティング

利
用
者

クラウド
ビッグ

データ AIで

処理

利
用
者

クラウド
ビッグ

データ AIで

処理

データ

AIで前処理し
たデータ

エッジコン

ピューティング
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インターネット

カメラ＋小型コンピュータ

Raspberry Pi

小型コンピュータ

10/2のリアルタイム検出
Python 3.x，TensorFlow，

OpenCV，MariaDB

物
体

判
定

カメラ

報
告
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機器

Raspberry Pi 4 Model B セット内容

ラズベリーパイ4B（4GB RAM）
セットによってはラズベリーパイ4B用ケース付き

microSDカード（32GB）
必要があればBackup用に別のカードを準備

カードリーダー
放熱対策のためのヒートシンク、ファン
5.1V3.0A USB Type-C電源アダプタ

セットによってはスイッチ付き電源ケーブル付き
MicroHDMI-to-HDMIケーブル
その他（LANケーブル、プラスドライバなど）

セット以外
モニタ（HDMI）Camera Module V2、キーボード、マウス
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Raspberry Pi 4 Model B

通常版：Model Aシリーズ（正方形）

Model Bシリーズ（長方形，高スペック，標準）

小型版：Zeroシリーズ

一般向け：Compute Moduleシリーズ

産業向け：第1世代～第4世代

Raspberry Pi 4は第4世代
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PINOUT

https://www.raspberrypi.org/documentation/usage/gpio/

https://www.raspberrypi.org/documentation/usage/gpio/
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Raspberry Pi 4 Model B

発売日：2019年6月24日（2019年9月電波法認証）

メモリ（GPUと共用）：1GB($35), 2GB($45), 4GB ($55)

CPU：ARM Cortex-A72（1.5GHz）

GPU：Broadcom VideoCore VI（Dual Core 500MHz, OpenGL ES 3.0）

USBポート：2.0×2，3.0×2

映像入力：15ピンMIPIカメラインターフェース

映像出力：コンポジット RCA, micro-HDMI (up to 4kp60) x 2 2.0 , MIPI 
DSI

音声出力：3.5 mm ジャック, micro-HDMI, I²S

ストレージ：microSDカード

有線ネットワーク：Gigabit Ethernet

無線ネットワーク：2.4GHz and 5GHz IEEE 802.11.b/g/n/ac wireless 
LAN, Bluetooth 5.0, BLE

拡張コネクタ：GPIO 40 ピン

電源：3A(15W), USB Type-C, GPIO, Power over Ethernet
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演習：10/2に実施したリアルタイム検出
をRaspberry Pi上で実現

＋MariaDBに保存＋E-mailで送信

詳細は別紙の演習資料
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リアルタイム検出

Raspberry Piのカメラを使用して、リアルタイムであるターゲットを認識さ
せる

必要なもの：

• 対象画像（学習用、評価用）

• 背景画像（学習用、評価用）

• データセットを記述したcsvファイル

かなりの部分はこちらで用意してありますが（料理番組方式）、本当はこれ
らを全部自分で用意します。ぜひ1度自分でチャレンジしてください

10/2の振り返り
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リアルタイム検出の手順

次の順番で行う

1. 対象物を撮影する

2. 背景画像を撮影する

3. 対象物画像を水増しして300枚用意する

4. 背景画像を分割して625枚用意する

5. 対象物画像と背景画像をcsvファイルに記述する

6. 用意したデータで学習を行う

7. 学習されたデータを用いて、リアルタイムで判定させる

10/2の振り返り
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対象物の撮影

対象物をカメラアプリで撮影し、128x128のサイズで切り出す

正方形で切り出すため、なるべく縦横比が極端でないものを選ぶ

顔は意外と認識されにくい（頑張って下さい）

手のひらは割と簡単。スマホケース、ペットボトルの模様、社員証など

ファイル名はtarget.jpgとする。（詳しい手順は、この後の対象画像作成手順
を参照）

今度は、同じ位置で背景のみで撮影し、ファイル名をother.jpgとする。サイ
ズ等は変更しない

10/2の振り返り
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撮影

対象物が入った写真を撮影 → 対象物だけ切り抜いてtarget.jpg

次に対象物がない写真を撮影 → other.jpg

認識させたい対象物

自分が映り込まないようにして撮影

10/2の振り返り
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指定サイズでの切り出し(1)

正方形での切り出しが可能なXnViewを使用する

https://forest.watch.impress.co.jp/library/software/xnview/ などからダ
ウンロード（XnViewで検索すると窓の杜が最初にヒット）

もちろん、オフィシャルサイトからDLしてもよい。
https://www.xnview.com/

XnViewを起動し、カメラアプリで撮影した対象物のファイルを読み込む

もし画像が鏡映しになっていたら、画像 → 反転 → 左右反転

10/2の振り返り

https://forest.watch.impress.co.jp/library/software/xnview/
https://www.xnview.com/
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指定サイズでの切り出し(2)

編集 → 選択範囲縦横率設定 → 1:1 (1.00) を選択

これで正方形で範囲選択が可能

10/2の振り返り
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指定サイズでの切り出し(3)

任意の範囲を選択後、編集 → 選択範囲トリミング を選択し、切り抜く

切り抜いた後、画像 → リサイズ、でサイズ変更画面が開くので、縦横128ピ
クセルを指定してサイズ変更し、target.jpg という名前で保存

10/2の振り返り
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CSVファイル

こちらで準備済み

• target_or_other_train.csv ：学習（訓練用）ファイルパスとラベル

• target_or_other_test.csv ：検証用ファイルパスとラベル

それぞれのファイル内に、各画像のパスとラベルがカンマ区切りで書かれて
いる

エディタやExcelなどで1度中味をチェックすること

10/2の振り返り
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水増しと学習

Colab: 08-Augmentation_Learning.ipynb を開く

VM内にtarget.jpgとother.jpg, csvファイルをコピーし、実行する

先程のcsvファイルと、フォルダtrain_target, test_targetとの対応、実際の
ファイルの存在をチェックしておく

学習後、重みファイル(detection_weight.h5)をダウンロードし、後は実機で

ネットワークはある程度しか書いていないので、認識できるように、拡張し
て下さい

重みファイルはネットワークごとに名前を変えておいて、比較するとよい

10/2の振り返り
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結果

緑の枠内にターゲットを持っていく

無事に認識されると赤枠になる

どうにもダメなら、ネットワークやエポック数など変えてみる

10/2の振り返り
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Extra演習

extraA）TensorFlowを使った物体認証の復習1

各自でリアルタイム検出を行うことができるか、新しい物体を選んで各自で実施
してみましょう。

extraB）TensorFlowを使った物体認証の復習2

microSDカードにraspberry pi OSのイメージを書き込んで、各自でインストー
ルの最初からセットアップができるか実施してみましょう。

extraC）TensorFlowを使った物体認証（VGG-16版1）

10/02に実施した「VGG-16演習」を各自でラズベリーパイ上に再現してみま
しょう。

extraD）TensorFlowを使った物体認証（VGG-16版2）

10/02に実施した「VGG-16演習」の機能を今回実施したプログラムに組み込ん
でみましょう。※リアルタイム検出の中身をVGG-16に設定する
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組み込み

－後半－

第１６章
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目的と目標

目的：機械学習を搭載するエッジコンピューティングへの理解（２）

・Raspberry Pi上にTensorFlow Lite環境を構築できる

・Google colabで作成した学習結果（重みファイル）をTensorFlow Lite

に変換できる
・ TensorFlow Lite モデルメーカーを使ってモデルを作成できる

目標：Raspberry Pi上でのリアルタイム検出の実現（Tensorflow Lite版）

・演習：10/2に実施したリアルタイム検出をTensorflow Liteを使って

Raspberry Pi上で実現
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カメラ＋小型コンピュータ

Raspberry Pi

小型コンピュータ

10/2のリアルタイム検出
Python 3.x，OpenCV，

TensorFlow Lite

物
体

判
定

カメラ
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演習：10/2に実施したリアルタイム検出
をTensorFlow Liteを使って

Raspberry Pi上で実現

詳細は別紙の演習資料
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TensorFlow Lite

モバイル デバイス、組み込みデバイス、IoT デバイスで TensorFlow モデル
を実行できるようにするツールセット

TensorFlow Lite インタープリタ:

スマートフォン、組み込み Linux デバイス、マイクロコントローラなどのさ
まざまなハードウェア上で最適化されたモデルを実行できるようになるイン
タープリタ

TensorFlow Lite コンバータ:

TensorFlow モデルをインタープリタで使用するための効率的な形式に変換
し、最適化を行うことができるコンバータ

https://www.tensorflow.org/lite?hl=ja

https://www.tensorflow.org/lite?hl=ja
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TensorFlow Lite

https://www.tensorflow.org/lite/convert?hl=ja

https://www.tensorflow.org/lite/convert?hl=ja
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TensorFlow Liteモデルメーカー

概観

TensorFlow Liteモデルメーカーライブラリは、カスタムデータセットを使用し
てTensorFlow Liteモデルをトレーニングするプロセスを簡素化します。転移学
習を使用して、必要なトレーニングデータの量を減らし、トレーニング時間を短
縮します。

サポートされているタスク

モデルメーカーライブラリは現在、次のMLタスクをサポートしています。

サポートされているタスク タスクユーティリティ

画像分類ガイド 画像を事前定義されたカテゴリに分類します。

テキスト分類ガイド テキストを事前定義されたカテゴリに分類します。

質問回答ガイド 与えられた質問に対する特定のコンテキストで答え

を見つけます

https://www.tensorflow.org/lite/guide/model_maker?hl=ja

https://www.tensorflow.org/lite/guide/model_maker?hl=ja
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転移学習

高度な深層学習モデルには大量のパラメータ（重み）
があり、それらを何もないところから訓練するには大
量の計算リソースのデータが必要

転移学習は関連するタスクについてすでに学習済みの
モデルの一部を取り出し、新しいモデルの中で再利用
することで、そのようなリソースの大部分を省略する
テクニック

https://www.tensorflow.org/js/tutorials/transfer/what_is_transfer_learning?hl=ja

https://www.tensorflow.org/js/tutorials/transfer/what_is_transfer_learning?hl=ja
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転移学習

VGG16

Karen Simonyan, Andrew Zisserman, “Very Deep Convolutional Networks 
for Large-Scale Image Recognition”, https://arxiv.org/abs/1409.1556, 
(2014) 
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CS231n Convolutional Neural Networks 
for Visual Recognition

https://cs231n.github.io/transfer-learning/

https://cs231n.github.io/transfer-learning/
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いつどのようにFine-Turningするか？

新しいデータセットの「大きさ」と「類似度」が重要

１）新しいデータセットが小さい・元のデータセットに似ている

過学習が懸念される。最後の層の分類器を訓練するのがお勧め。

２）新しいデータセットが大きい・元のデータセットに似ている

全体をFine-Turningしても過学習しない可能性が高い。

３）新しいデータセットが小さい・元のデータセットに似ていない

分類器を訓練するのが良い。ネットワークの出力側よりも入力側のどこかの特徴
量を使って訓練するのが良い。

４）新しいデータセットが大きい・元のデータセットに似ていない

ゼロから訓練しても大丈夫。訓練済みモデルの重みでネットワークを初期化する
と有効であることが多い。
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演習：targetを複数にしたモデルの作成

プログラム15d_TFL_ModelMaker.ipynbをもとに、targetを複数にして検出
するモデルを各自で作成し、15e_detecRoi_mMaker.pyで動作するか確認し
てみましょう。

なお、フォルダが異なっていれば画像の名前は同じものがあっても特に問題
ありません。

例えば、target1/target.1.jpgとtarget2/target.1.jpgは画像名が同じですが、
フォルダが異なるので特に問題ありません。
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（前回）Extra演習
extraA）TensorFlowを使った物体認証の復習1

各自でリアルタイム検出を行うことができるか、新しい物体を選んで各自で
実施してみましょう

extraB）TensorFlowを使った物体認証の復習2

microSDカードにraspberry pi OSのイメージを書き込んで、各自でインス
トールの最初からセットアップができるか実施してみましょう

extraC）TensorFlowを使った物体認証（VGG-16版1）

10/02に実施した「VGG-16演習」を各自でラズベリーパイ上に再現してみま
しょう

extraD）TensorFlowを使った物体認証（VGG-16版2）

10/02に実施した「VGG-16演習」の機能を今回実施したプログラムに組み込
んでみましょう。※リアルタイム検出の中身をVGG-16に設定
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最終課題に向けて

これまでの内容を活かした、各自のアイディアによる自由製作です

例）

• 画像判定、動画判定器（非リアルタイムでもよい）

• 組み込み機を利用した何かリアルタイム判定機、あるいはWebサービス

• 自然言語処理を応用したネガティブ、ポジティブ判断、bot、類似判定
（BERTは学習時間が大変かも。Word2vecによるコサイン類似など）

また、最終課題の制作物に対して、サービスの概要・仕様書を書いて下さい。
外部仕様、内部仕様、REST APIなどのしっかりとしたものではなく、他者が
さっと目を通して概略が理解できる範囲の物でかまいません
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最終課題, まとめ

第１７章
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提出先

Moodleの「最終課題提出先」から提出してください

締切は11月末ですが、対象遅れても大丈夫です

プログラム(Colab)、簡単な仕様書などをzipで固めて提出して下さい

もし、考えていたことが実現できなかった場合は途中段階でもかまいません。
「××ということを考えていたが、○○までしかできなかった」という説明を
添えて下さい

12月中に提出された方全員に何らかのコメントを返す予定です
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この講座を通して

AI概要から古典的な機械学習、さらにCNN, LSTM, データ処理, 自然言語処
理と、典型的なAI講座として一通り学びました

ここではGoogle ColabとTensorFlowという組み合わせで実施してきました
が、PyTorchの人気が最近特に向上中です。ひょっとしたらこの先、スタン
ダードなものはPyTorchになるかもしれません

すでに皆さんはわかっていると思うのですが、AIは万能ではないですし、ま
た何でもAIで解決できるわけではありません。得手・不得手がありますし、
適材適所です

年間を通じて、東京・大阪ではAI展示会が何度かありますので、ぜひ足を運
んで下さい。そこで、「本当は何をやっているのか」と敢えて批判的な目で
見て下さい


